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Abstract

This work describes and compares the performance of six Data Mining (DM)
algorithms. It also describes a new method to reduce attributes for a precipitation
forecasting problem. DM is a process to extract hidden, unknown and potentially
useful information, in large databases, using it for decision making. The work shows
possible solutions to forecast the rainy season of Boa Viagem, a city in the Ceard
state. This region was selected because in its climate the precipitation variation af-
fects the population and the investment results, mainly in the country side. There-
fore, it would be very important to find a way to predict this variation. It could
prevent possible problems because you get to know the information in advance. So,
as a result, it intends to figure out which is the best suitable algorithm to obtain
possible solutions and to develop a good technique to reduce attributes. In the pre-
vious related works, parametric methods were used, but DM had not been used in
this specific region. If these works are performed very early in advance, the results
will not accurate enough. The DM process was applied, using six Machine Learning
techniques, with which solutions were compared; it was intended to increase the
efficiency and decrease the forecasting delay. The algorithms used were C4.5, Naive
Bayes, Neural Networks, CART, One Rule and Support Vector Machine (SVM). The
data set was formed by a temporal series from 1945 through 1989 (45 years). The
attributes were precipitation, Sea Surface Temperature (SST), Sea Level Pressure
(SLP), zonal (U3) and meridional (V3) wind components and sunspots. In each
experiment, the available data was divided into training data and test data. The
test set was composed of two ways: the first, with one third of the data set, and the
second with cross validation. By reducing the attributes, 4232 values of SST are
transformed into 6 values. Using all attributes the number of instances was 1.044.
By comparing the methods, for the combined classes, the best method was SVM.
A combination of values for predicted attributes defines a class, or, in other words,
a class is defined by the condition of the attributes. A Ci class - in this context, a
synonym for a precipitation occurred in the rainy quarter (February through May)
- of an example is a subset of the training set S, consisting of all objects that satisfy
the class condition: C; = {0 € S|cond;(0)}. Four sets of classes were used: C, with
three classes, two classes and five classes. In the tests for three classes, the best
methods were C4.5 and One Rule. To evaluate the performance of the individual
solutions, we measured the relative absolute error, the root mean squared error, the
root relative squared error and the percentage of correctly classified instances using
ten-fold cross validation. Also, it was noticed the most important attributes for
forecasting were SST groups. To obtain classes, the use of amplitude to divide the
attribute into subsets was the best way. Summarizing, the forecasting results were
good, but a certain bias was noticed towards the classes with the major number of
examples.



Resumo

Este trabalho se propde a comparar algoritmos de ”Data Mining” (DM) e a desen-
volver um método de reducao de atributos para a previsao da precipitacao plu-
viométrica. DM consiste no processo de extrair informagao implicita, previamente
desconhecida e potencialmente 1util, a partir de grandes bases de dados, usando-as
para tomada de decisao. O trabalho apresenta possiveis solugoes sobre a previsao
da estacao chuvosa de Boa Viagem, cidade do Estado do Ceard. Esta regiao foi
escolhida porque no semi-arido nordestino, a instabilidade da precipitacao afeta a
populacao local e os resultados de investimentos, principalmente na agricultura.
Portanto, seria muito importante encontrar meios de prever estas variagoes. Isto
diminuiria os possiveis problemas por antecipacao. Entao, como resultado do tra-
balho, visa-se averiguar qual dos algoritmos é o mais adequado na obtencao das
possiveis solugoes, assim como desenvolver uma boa técnica de reducao de atri-
butos. Nos trabalhos anteriores relacionados ao problema, foram usados métodos
paramétricos e estatisticos, mas os métodos de DM (nao-paramétricos) ainda nao
tinham sido usados nesta regiao especifica. Os resultados dos trabalhos supracita-
dos sao deficientes quanto a precisao, em conseqiiéncia da necessaria antecedéncia
da previsao. O processo de DM foi aplicado, usando seis técnicas de Aprendiza-
gem Automadtica, com as quais compararam-se solucoes, procurando-se aumentar a
eficiéncia e diminuir o tempo de atraso da previsao. Os algoritmos utilizados foram
C4.5, "Naive Bayes”, Redes Neurais, CART, Maquinas de Vetor Suporte (MVS)
e "One Rule”. A amostra foi formada por série de dados registrada no periodo
de 1945 a 1989. Os atributos utilizados foram: nivel de precipitacao, temperatura
na superficie do mar (TSM), pressdo na superficie do mar, componente zonal e
meridional do vento e manchas solares. As avaliacoes dos modelos resultantes foram
efetuadas com conjuntos de testes construidos de duas formas distintas: a primeira,
com 1/3 da amostra, e a segunda com validacao-cruzada. Na redugao realizada, 4232
valores de TSM sao reduzidos a 6 valores. Na comparacao feita entre os métodos
com duas classes combinadas, a melhor aprendizagem foi feita pelo algoritmo MVS.
A classe - aqui sinonimo de classificacao da precipitacao ocorrida na quadra chu-
vosa (fevereiro a maio) - de um exemplo é um subconjunto de um conjunto de
treinamento S, consistindo de todos os objetos que satisfazem a condicao de classe:
C; = {o € S|cond;(0)}. Foram usados quatro tipos de conjuntos de classes, sao eles:
C, contendo trés classes, onde C' = {seco, normal, chuvoso}, C; e Cy contendo duas
classes C, onde C} = {secoUnormal, chuvoso} e Cy = {seco, normal U chuvoso}, e
C3 com cinco classes, onde C3 = {muitoseco, seco, normal, chuvoso, muitochuvoso}.
Para os testes com trés classes, os melhores foram o CART e o C4.5. A avaliagao
baseou-se na analise da percentagem de acerto, erro quadratico médio, erro absoluto
relativo e erro absoluto médio. Também verificou-se que os atributos mais impor-
tantes para as previsoes foram os grupos de TSM. Em sintese, os resultados das
previsoes foram melhores do que os métodos utilizados atualmente, mas notou-se
uma certa tendéncia nos resultados em direcao as classes com mais exemplos.
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Capitulo 1

Introducao

A disponibilidade de grandes volumes de dados em quase todas as areas do
conhecimento humano tem criado uma demanda por ferramentas. Estas devem ser
capazes de utilizar estes dados para extrair conhecimento 1til e inédito.

Para tentar satisfazer esta necessidade, métodos de Aprendizagem Automati-
ca, analises estatisticas de dados, reconhecimento de padroes, ferramentas de visua-
lizacao de dados, entre outros, estao sendo utilizados. Estes esforcos tém conduzido
a emergencia de uma area de pesquisa conhecida como “Data Mining”. “Data Mi-
ning” serd melhor definido na Secao 2.1.

Os problemas aos quais “Data Mining” (DM) é passivel de aplicacao, podem
ser oriundos de qualquer area, desde que se possuam uma quantidade consideravel
de dados confiaveis, ou seja, dados com um baixo percentual de ruido. Ruidos
sao incorrecoes ou falhas contidas nos dados. Estas falhas podem ser atribuidas
a varias causas como, por exemplo, erro ou imprecisao na medicao de valores das
caracteristicas. Outra causa de ruidos é em um mapeamento de um objeto do mundo
real, para vdrias instancias da linguagem de descri¢ao da instancia, pois, pode haver
um erro de representacao do objeto. Este tipo de erro nao sistematico é usualmente
referido como ruido. Algumas vezes, ruidos ocorrem nos valores de atributos ou nos
valores de classes das instancias [1]. Ruidos representam um problema para DM
porque podem interferir na extracao de um conhecimento valido de um conjunto de
dados.

Considerando a abrangencia do campo de atuacao da nova darea citada, o
presente trabalho estabelece possiveis solucoes para um problema de previsao de
chuva no Nordeste brasileiro, mais especificamente, em Boa Viagem, uma cidade do

Estado do Ceara, utilizando seis métodos de Aprendizagem Automaética. Feito isto,
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analisar e comparar as solugoes respectivas.

Um problema de meteorologia foi escolhido, porque acredita-se que médias
temporais mensais e sazonais de variaveis climaticas, possam ser previstas com preci-
sao suficiente, de forma que se torne um beneficio para aplicagoes sécio-economicas,
embora, detalhes didrios de tempo nao possam ser preditos com mais de alguns
dias de antecedéncia [2]. Por exemplo, é impossivel prever onde uma tempestade
podera ser gerada, mas é possivel prever as mudancas de trajetoria de tempestades
no Atlantico [2]. Logo, é possivel encontrar solugoes para determinados problemas
de previsao.

Esta informagao deixa primariamente a premissa, que ha um elemento deter-
ministico com baixa freqiiéncia de variabilidade nos atributos e interacoes de larga
escala, entre estes atributos. Como em [3]: “Mesmo que sejam processos de pequena
escala que governam os detalhes das interagoes ar - mar, é certamente um fenémeno
de larga escala que no fim dirige em tempo e espaco trocas de calor, momentum
(for¢a ou produto da massa de um corpo e sua velocidade) e vapor d’agua” [2].

A regiao “Sertao Central e Inhamuns” do Estado do Ceara foi selecionada
devido a sua localizacao e ao seu clima. O clima é semi-arido, o qual é caracterizado
por altas variacoes de precipitacao ao longo do ano. Essa variacao concentra-se
em mudancas de espaco e quantidade, ou seja, os locais atingidos pelas chuvas e
a quantidade de chuva verificada nestes locais, divergem muito. Historicamente,
esta instabilidade tem afetado a populacgao local, portanto, seria muito importante
encontrar meios de prever estas variagoes. Isto diminuiria os possiveis problemas
por antecipacao da informacao.

Adicionalmente, poderia ser 1til prever secas ou inundagoes como uma ma-
neira de evitar prejuizos. A estacao chuvosa no Ceara é fortemente responsavel por
resultados positivos ou negativos de investimentos, principalmente na agricultura.

No escopo de DM, objetiva-se verificar a adequacao e o comportamento de
seis métodos nao paramétricos, na solucao do problema escolhido, analisando e com-
parando os resultados.

Em muitas areas do conhecimento humano, ferramentas para gerar, extrair e
armazenar dados tém sido desenvolvidas. Isto facilita o crescimento da quantidade
de dados existentes. Por exemplo, em muitos supermercados, cada compra indivi-
dual, gera automaticamente um registro em um repositério de informacoes. Logo,

semanalmente, milhares de novos registros sao gerados. Levando isto em conside-
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racao, pode-se afirmar que grandes bases de dados ja existem e estao aumentando
de tamanho a cada minuto. Porém, na maioria destes repositérios, o potencial em
conhecimento 1til e escondido nos dados nao ¢ utilizado.

Objetivando extrair este potencial, uma demanda por ferramentas ou
métodos tem surgido. Para satisfazer esta demanda, algumas solucoes tém sido
desenvolvidas, como por exemplo: métodos de Aprendizagem Automatica, técnicas
estatisticas e reconhecimento de padroes.

Um dos principais requisitos de DM para encontrar uma solucao para um
problema, é a existéncia de um repositério com dados confidveis. Dados confidveis
sao os que contém uma baixa porcentagem de ruidos. Entretanto, na maioria dos
casos de aprendizagem, assume-se que o conjunto de exemplos fornecido é inteira-
mente correto. Porém, essa suposicao é pouco provavel de acontecer em dados do
mundo real.

Define-se a seguir a estrutura da dissertacao. No capitulo 2, descreve-se a
fundamentacao do trabalho e os conceitos necessarios a sua realizacao. O capitulo
3 descreve a relevancia do problema e relata trabalhos anteriores relacionados. O
capitulo 4 apresenta o processo de “Data Mining” aplicado. No capitulo 5, os
métodos que foram utilizados para resolver o problema sao descritos. O capitulo
6 relata os resultados computacionais alcancados. Finalmente, o tltimo capitulo,

enumera as contribuicoes do trabalho e sugere trabalhos futuros.



Capitulo 2

Fundamentacao Teodrica e Estado
da Arte

2.1 “Data Mining”

2.1.1 Descrigao

“Data Mining” consiste no processo de extrair informacgao implicita, pre-
viamente desconhecida e potencialmente 1til, a partir de grandes bases de dados,
usando-as para tomada de decisao [4]. Basicamente, “Data Mining” é a pesquisa
por descrigdes quando o conjunto de treinamento é um banco de dados (bd), ou
o processo de derivar regras, onde um bd atua como o conjunto de treinamento.
Em geral, este repositério é grande e grande parte do seu conteiido nao foi gerado
com fins de aprendizagem. Estes dados tendem a possuir ruidos, e é freqiiente
a falta de valores para alguns atributos. Além disso, eles representam apenas um
pequeno subconjunto do conjunto de estados possiveis, e o proprio sistema nao pode
manipular seu meio para gerar exemplos interessantes para melhorar a aprendizagem
[1].

Um dos principais objetivos de DM ¢é descobrir regras, relacionamentos e
padroes globais inexplorados. DM propoe varias maneiras para se resolver um pro-
blema de classificacao ou previsao, as quais combinam técnicas das seguintes areas:
Algoritmos, Inteligéncia Artificial, Aprendizagem Automatica e Banco de Dados.

Nos dias de hoje, a quantidade de dados existente no mundo estd aumentando
rapidamente. Este crescimento rapido e demasiado pode dificultar a descoberta de
informacao valiosa, requerendo-se para esta descoberta, o auxilio de ferramentas

cada vez mais poderosas. Portanto, DM esta atraindo um interesse particular de
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areas cientificas e comerciais, pois esta ajudando a encontrar informacao desconhe-
cida. Resultados de extracao usando DM tem sido encontrados com sucesso em
diferentes campos como Biologia, Medicina, Telecomunicac¢oes, Computacao, Cli-
matologia, entre outros. Algumas das vantagens de DM sao: rapidez na procura
de uma boa solucao, habilidade de combinar muitos atributos, uso de métodos nao-
paramétricos e suporte a grandes bases de dados. Por outro lado, ha uma significa-
tiva variedade de métodos nao-paramétricos e em muitos problemas, ainda é uma
incognita, qual método de DM é mais adequado para a sua solucao.

“Data Mining” se diferencia de Aprendizagem Automatica, porque as
técnicas disponiveis nesta devem ser estendidas, para serem aplicaveis aos dados
do mundo real. Em outras palavras, seus dados nao possuem especificacoes de re-
quisitos de dados sob a perspectiva dos objetivos da descoberta de conhecimento,
antes que estes sejam coletados.

Esta informacao valida escondida se constitui, basicamente, por relaciona-
mentos e/ou padroes globais que existem em grandes bases de dados, mas que estao
escondidos dentro da vasta quantidade deles. Por exemplo, relacionamentos entre
dados de pacientes e diagnésticos médicos. Estes relacionamentos representam um
valioso conhecimento sobre o banco de dados, os objetos contidos e o mundo real
que o mesmo representa. Mas, isto s6 acontece, se esta base de dados, realmente,
representar a realidade.

“Data Mining” tem evoluido como uma area de pesquisa importante e ativa,
devido aos desafios tedricos e aplicagoes praticas, associados ao problema de des-
coberta ou extracao de conhecimento 1til e/ou interessante, e previamente des-
conhecido de grandes bases de dados do mundo real. Muitos aspectos tém sido
investigados dentro de varios campos relacionados. Entretanto, existe a necessidade
de se estender estes estudos, para incluir o dominio das bases de dados reais.

Um problema de DM é definido para enfatizar o desafio da pesquisa por
conhecimento, em grandes bancos de dados e motivar pesquisadores e desenvolve-
dores de aplicacao para resolver este desafio. Originou-se da idéia de que grandes
bases de informacoes, podem ser vistas como verdadeiras “minas”, contendo, pos-
sivelmente, informacoes valiosas que podem ser encontradas por eficientes técnicas
de descoberta de conhecimento.

Estima-se que a quantidade de informacao no mundo duplica a cada 20

meses [5]; ou seja, muitos sistemas de informagoes governamentais, cientificos e



CAPITULO 2. FUNDAMENTACAO TEORICA E ESTADO DA ARTE 6

corporativos estao sendo inundados por um fluxo de informacoes que sao geradas
e armazenadas rotineiramente. Isto cresce dentro de grandes bancos de dados al-
cancando “gigabytes” e até mesmo “terabytes” de dados. Estes possuem uma “mina
de ouro” de informagoes em potencial, mas, este potencial estd além da capacidade
de andlise humana, por consistir em uma enorme massa de informagcao.

Dada a necessidade de uma analise destes dados, tem sido comum a pratica
da construcao de aplicagoes “on-line” de bancos de dados ou a utilizacao de pacotes
estatisticos em dados “off-line”, com um especialista do dominio para interpretacao
dos resultados. Aplicagoes “on-line” sao as que requerem respostas imediatas e
as “off-line” nao possuem restricao de tempo de resposta. Nas aplicacoes “on-
line” de bancos de dados, pode-se citar como exemplo as ferramentas OLAP ( “On-
Line Analytical Processing”). Ferramentas OLAP sao aplicacoes de recuperagao de
informacao para processamento analitico “on-line”, com a funcao de comparar e
analisar padroes e tendéncias [6]. As principais desvantagens deste tipo de aplicagao
sao a necessidade de um especialista, para analisar os resultados, e a incapacidade de
descoberta de informagcao util de forma automatica. Porém, segundo a literatura,
¢ melhor perseguir um objetivo geral em qualquer problema, do que desenvolver
aplicagoes especificas para atender necessidades individuais de cada usuério.

O tipo de problema de DM definido anteriormente, simplesmente, combina
todos os aspectos de descoberta de conhecimento no conceito de uma vasta quan-
tidade de informacoes. Estas sao representadas por relacoes, a qual é a estrutura
predominante, tanto em Aprendizagem Automaética quanto em Sistemas de Bancos
de Dados. Cada tupla na relacao corresponde a uma entidade, também conhecida
como objeto ou instancia. Entidades se constituem de atributos (também chamados
campos ou caracteristicas). O conjunto de dados é dividido dentro de um conjunto
de treinamento e um conjunto de testes. O conjunto de treinamento é entao usado
para gerar algum conhecimento, e o conjunto de testes é usado para determinar a
validade dos resultados e/ou refiné-los.

O processo de “Data Mining” consiste nas seguintes fases:
e definicao de objetivos;
e selecao de dados;

e preparacao de dados ou limpeza de dados, na qual dados incorretos, incom-

pletos, esparsos ou redundantes sao corrigidos ou descartados;
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e transformacao de dados, nesta fase os dados sao transformados de forma a

adequd-los a entrada dos algoritmos de aprendizagem;

e obtencao de padroes, cujo objetivo é descobrir o procedimento de classificacao

para os exemplos; e,

e andlise de padroes, cujo modelo gerado é testado para estimar sua qualidade.

Definicao » Selecédo » Preparacao
de Objetivos dos dados dos dados
N Transformacgéao > Obtencéao Anélise de
dos dados de Padrbes Padrdes

Figura 2.1: Fases do processo de “Data Mining”.

Um dos principais problemas de “Data Mining” é observado quando o niimero
de relacionamentos possiveis é muito grande, e, portanto proibe a pesquisa pelos
relacionamentos corretos, apenas testando todas as possibilidades. Logo, existe a
necessidade de estratégias de buscas heuristicas, o que é suprido por métodos de
Aprendizagem Automaética.

Aprendizagem Automatica é um campo da Inteligéncia Artificial que estuda
e desenvolve métodos automaticos capazes de aprender uma descricao 1til de um
conceito objetivo, quando sao dadas instancias do conceito [7].

Em um simples modelo de conceito de Aprendizagem, o mundo real fornece
informagoes para o elemento de aprendizagem, que usa estas informacoes para me-
lhorar a base de conhecimento. Finalmente, o elemento de performance usa a base de
conhecimento para executar sua tarefa. O tipo de informacao fornecida ao sistema
pelo mundo real é usualmente imperfeita [7].

Uma desvantagem é que o elemento de aprendizagem nao sabe previamente
como completar detalhes perdidos, ou ignorar detalhes sem importancia. Portanto,
o sistema opera por suposicao, recebendo respostas do elemento de performance. O
mecanismo de retroalimentagao habilita o sistema a avaliar suas hipoteses e revisa-

las se necessario.
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Aprendizagem Automaética pode envolver dois tipos de processamento de
informagcao: indutivo e dedutivo. No processamento de informagcao indutivo, padroes
gerais e regras sao obtidos através do conjunto de dados originais e da experiéncia.
Por outro lado, no processamento dedutivo, regras gerais sao usadas para determinar
fatos especificos. A aprendizagem baseada na similaridade usa indugao, enquanto
que a prova de um teorema é a deducao de axiomas conhecidos e outros teoremas
existentes. A aprendizagem baseada na explicacao usa inducao e deducao.

A importancia das bases de conhecimento e as dificuldades experimentadas
na aprendizagem tém conduzido para o desenvolvimento de varios métodos, para
aumentar as bases de dados.

O tipo de aprendizagem usada neste trabalho foi a aprendizagem por exem-
plos, também conhecida como aprendizagem empirica ou aprendizagem baseada na
similaridade.

Os métodos de aprendizagem por exemplos, possuem os seguintes aspectos

fundamentais [7]:

e uma linguagem para representar as instancias;
e uma linguagem para representar os conceitos;

e um algoritmo para formar a descricao do conceito a partir de um conjunto de

instancias classificadas, denominado algoritmo de aprendizagem; e

e um algoritmo para usar a descricao do conceito para classificar as instancias

desconhecidas, denominado algoritmo de classificacao.

Considerando que o objetivo do presente estudo é o de “aprender procedi-
mentos de classificacao a partir de exemplos”, dar-se-a agora a definicao de cada uma
dessas palavras. A linguagem humana sendo muito subjetiva, deixando margem a
interpretacoes diferentes para um mesmo verbete, nao poderia servir para definir os
conceitos basicos de aprendizagem automatica. Daf a utilizacao de uma linguagem
matemaética simples, como a que a seguir serd empregada [8].

Um exemplo ou caso é um par (z,c) onde = representa a descricao de um
caso, de um individuo, etc., e ¢ representa uma classe. Os casos sao descritos
por um conjunto de atributos (ou sinais, temperatura do ar, etc.), representado
por V, = {x1, s, ...,x,}, onde cada um dos z; tem seus valores num dominio D;,

podendo ser assimilado a {positivo, negativo}, {0, 1}, {seca, normal, chuvosa}, etc.
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In casu, para descrever uma quadra chuvosa, foi usado um dominio diferente para
cada atributo. A classe (aqui sinénimo de classificacdo da precipitagdo ocorrida
na quadra chuvosa) do exemplo poderd ser representada por um inteiro ¢ € F =
{1,2,...,C}, onde C designa o niimero de classes. A classe exprime a presenca ou
auséncia de uma certa propriedade do objeto, etc. Quando existem apenas duas
classes, diz-se que o exemplo é positivo ou negativo, de acordo com a classe.

Um exemplo bindrio é um exemplo descrito unicamente por atributos binarios
e cuja classe é uma varidvel bindria. Seja V, = {z,2s,...,7,} um conjunto de
atributos bindrios, L, = {1, z, ..., z,} é um conjunto de literais de VZ.

De um ponto de vista probabilistico, um exemplo (z, ¢) é a realiza¢ao de uma
variavel aleatéria (X, C') com valores em Dy x Dy X ...x ...x D,x {1,2,...,C}, onde
p representa a dimensao dos exemplos. Em “Data Mining”, considera-se que nao
sao conhecidas nem a regra de decisao P(C/X), nem as propriedades do ambiente
P(X), nem mesmo a lei subjacente a distribuicao P(X, (). Para exprimir essa
ultima restricao, localiza-se num contexto nao paramétrico, ou “distribution-free”.

Uma amostra é um conjunto finito de exemplos obtidos de maneira indepen-
dente, seguindo a distribui¢do P(X, ). No curso deste trabalho, fala-se frequente-
mente de conjunto de aprendizagem ou de conjunto de teste. Trata-se de amostra
de exemplos, como foi acima definido. [8]

Um procedimento de classificacdo (ou modelo) é uma aplicagao F' definida
sobre X (descri¢ao dos casos) e de valores em {1, 2,...,C'}. O objetivo da aprendiza-
gem é descobrir o procedimento de classificacao que governa os exemplos. De uma
maneira ou de outra, os métodos de aprendizagem indutiva efetuam sempre uma ex-
ploracao de um espaco previamente fixado de procedimentos de classificacao viaveis.
Esse espaco sera representado por F'. No caso dos exemplos binarios, considerar-se-a
que F' é um conjunto de féormulas légicas, de forma predeterminada, expressas com
ajuda dos operadores booleanos usuais A (e), V (ou), = (negacao).

Aprender indutivamente, é ao mesmo tempo um processo de calculo e uma
exigéncia de capacidade preditiva, com respeito ao procedimento de classificacao en-
contrado. O processo pode se resumir, como a seguir: dispoe-se de um conjunto de
exemplos, ou conjunto de aprendizagem; define-se um conjunto F; de procedimentos
de classificacao; extrai-se de F' um “bom” procedimento de classificacao. O que se
entende por bom? Por um lado, “bom” quer dizer que este procedimento classifica

corretamente os exemplos do conjunto de aprendizagem. Mas isso nao é tudo. Por
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outro lado, deseja-se também que este procedimento tenha uma boa capacidade de
predizer a classe de um exemplo que nao esta no conjunto de aprendizagem. Dai
vem a exigéncia preditiva mencionada acima. Classificar corretamente um exem-
plo, através de um procedimento de classificacao, significa que a classe do exemplo
coincide com a classe dada pelo procedimento.

Resta-se definir o que se entende por: “boa capacidade de predizer”. De fato,
numerosas definicoes sao possiveis. A que se dard a seguir é a mais simples, e uma
das mais comuns.

A frequéncia de erro, ou taxa de erro, ou ainda taxa de erro aparente, de um

procedimento de classificacao F é dado por:

ferr(P) = 77

onde, n representa o tamanho do conjunto de aprendizagem, e err é o nimero de
exemplos do conjunto de aprendizagem que sao incorretamente classificados por F'.

A probabilidade de erro, ou taxa de erro real, é a probabilidade que um
procedimento de classificacao F' classifique incorretamente um exemplo obtido de
acordo com P(X, (). Essa probabilidade serd representada por P.,.,.(F). Portanto,

aprender resume-se a:

1. Selecionar em F' o procedimento de classificacao que minimiza Fy,,. Esse pro-
cedimento de classificacdo serd representado por Fp,. A dificuldade dessa
tarefa é de ordem algoritmica. Para certas classes de procedimentos de classi-
ficacao, essa tarefa nao sera efetuada dentro de um tempo de calculo aceitavel.
Dessa forma, contenta-se em encontrar um procedimento de classificacao cuja
freqiiéncia de erro seja baixa, através de um método aproximativo de In-
teligéncia Artificial (TA). Por uma questao de simplificagao, continua-se repre-
sentando essa aproximagao por Fy,. Nessa dissertacao mostra-se algoritmos

indutivos de construcao de arvores de decisao.

2. Ao mesmo tempo, fica-se satisfeito com o resultado do algoritmo indutivo so-
mente quando se possui garantias de que P, (Fp,) seja proxima de 0. A seguir
da-se as principais nocoes estatisticas, assim como um conjunto de resultados,
que permitem o melhor entendimento do problema em questao e as restricoes

que ele induz
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2.1.2 Aspectos Estatisticos

Considere-se um procedimento de classificacao F', fixado a priori. A lei dos
grandes nimeros indica que, quando o tamanho n da amostra aumenta (aqui, n
representa o nimero de casos), a frequéncia de erro de F, f..(F) converge para
probabilidade de erro de F,P,.,.(F). Isso de maneira totalmente andloga aquela
que se observa quando, no lancamento de uma moeda, obtém-se cara ou coroa:
quanto maior o nimero de lancamentos, mais a freqiiéncia de obtencao de cara
se aproxima de 0,5. Noutros termos, fe..(F) se traduz numa boa aproximacao de
P.,.(F), principalmente quando n aumenta [8].

Infelizmente, esse raciocinio nao é verdadeiro quando se trata do procedi-
mento de classificagao 6timo F,,;, selecionado através do processo de minimizagao
da freqiiéncia de erro. De fato fe,.(Fppt), fornece uma visao parcial e frequentemente
otimista da probabilidade de erro P, (F,u), isto é, ela é claramente mais préxima
de zero. Por que razao isso se produz? Por que nao se pode ao mesmo tempo
selecionar com uma amostra de aprendizagem e julgar com essa mesma amostra.

Um meio de remediar esse problema é a separacao de um conjunto inde-
pendente chamado de amostra ou conjunto de teste. Da mesma maneira, para um
procedimento de classificacao fixado a priori, a freqiiéncia de erro de Fj,;, medida
a partir de um conjunto teste, d4 uma boa estimativa de P.,.(Fp,), notadamente
quando o tamanho do conjunto de teste aumenta.

Na pratica em “Data Mining”, dispoe-se de conjunto fixo de exemplos onde
se deve separar o conjunto de aprendizagem do conjunto teste. Uma primeira idéia
simples consiste em dividir a amostra em duas, aprender com metade e testar com
a outra metade. Esta nao é a melhor solucao, salvo se o numero de exemplos for
muito grande. Uma melhor solugao tentaria obter amostras onde a porcentagem
das diferentes classes fossem iguais. Varios autores se voltaram para esse problema
e propuseram diferentes solucoes para estimar a probabilidade de erro, permitindo
que se use toda a amostra para aprender [8].

O processo de validagao cruzada proposto por Breiman et al. [9], sempre
fornece uma boa estimativa da probabilidade de erro. Adicione-se & notacao de
um procedimento de classificacao F' um parametro k, que indica uma medida de
complexidade para F', assim, notar-se-a4 Fj. Esse novo parametro depende de ca-
racteristicas do espaco F. No caso de arvores de decisao (vide definigao detalhada

adiante) k pode ser a profundidade das drvores, o nimero de folhas, etc.
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A partir de trabalhos tedricos de Vapnik e Chervonenkis [10], chega-se a
conclusao que, quanto maior o parametro k, menor serd a freqiiéncia de erro medida
sobre o conjunto de aprendizagem. No entanto, quando se trata do conjunto de
teste, num primeiro momento a probabilidade de erro diminui com o aumento de
k. Em seguida entra num patamar onde k aumenta e a probabilidade se mantém
inalterada, para finalmente comecar a aumentar lentamente com o aumento de k.

Em consequéncia, para estimar a probabilidade de erro a partir de uma sim-
ples amostra, deve-se levar em consideracao a complexidade k do procedimento de
classificacao 6timo, por exemplo, Fj ;. Anteriormente foram apresentados dois as-
pectos importantes no conceito de aprendizagem indutiva: o problema algoritmico,
que é o de encontrar um procedimento de classificacao que minimize a freqiiéncia
de erro, e o problema estatistico, que é o dotar o procedimento de classificacao de
poder preditivo vis-a-vis da probabilidade de erro. Agora adicione-se um elemento
novo: para resolver os dois problemas acima deve-se levar em consideracao as ca-
racteristicas do espaco de busca, com a finalidade de descobrir a complexidade ideal
do procedimento de classificacao 6timo. De um lado, o problema estatistico esta
associado a complexidade do procedimento de classificacao 6timo. Por outro lado,
a complexidade dos procedimentos de classificacao que compoem o espaco de busca,
influencia a forma de percorrer esse espaco, i.e. o problema algoritmico. Gomes e
Gascuel [11] trata detalhadamente do problema algoritmico em aprendizagem indu-

tiva.

2.1.3 Grande Volume de Dados

Uma das maiores preocupacoes em “Data Mining” esta relacionada com o
volume de dados. Isto ocorre porque muitas técnicas de descoberta de conhecimento,
envolvendo pesquisa exaustiva sobre o espaco de instancia, sao altamente sensitivas
ao tamanho dos dados. Este tamanho é avaliado em termos de complexidade e
inducao de padroes de compactagao. Por exemplo, o algoritmo de eliminacao de
candidato [12], uma técnica de aprendizagem orientada a tupla de exemplos, aponta
para uma pesquisa no espaco da versao. O tamanho deste espago é exponencial no
numero de atributos de exemplos de treinamento, para induzir um conceito generali-
zado. O conceito é satisfeito por todos os exemplos positivos e nenhum dos exemplos
negativos. Portanto, as técnicas dirigidas a dados, ou dependem de heuristicas, para

guiar sua pesquisa através do largo espaco de relacoes possiveis entre combinagoes
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de valores de atributos e classes, ou reduzem sua pesquisa horizontalmente ou ver-
ticalmente no espaco.

A reducao horizontal esta relacionada a fusao de tuplas idénticas, ou a subs-
tituigdo de um valor de um atributo, por seu valor de nivel mais alto - (em uma
hierarquia de generalizacao pré-definida, de valores categéricos do atributo [13]) -
ou a discretizacao de valores continuos. A reducao vertical é realizada, ou aplicando
algum método de selecao de caracteristicas, ou usando grafos de dependéncia de
atributos. Considera-se também como reducao vertical, uma parte dos métodos,
para manipular dados redundantes.

O mais simples procedimento de discretizacao é a divisao do limite de uma
variavel continua, dentro de intervalos do mesmo tamanho, tanto quanto for o
numero de intervalos definidos pelo usudrio. Uma variacao deste método é o uso da
teoria de entropia de Shanon, onde o esquema de entropia determina os limites dos
intervalos, pelo ganho de informacao de ocorréncias observadas em cada intervalo
igual. Este procedimento é chamado de método de quantizacao de intervalos num
conjunto de informagcdes. Uma desvantagem deste método é que ha uma grande
quantidade de informacao perdida, por causa dos pontos de corte que poderiam,
nao necessariamente, ser nos limites das classes pré-definidas. Em outras palavras,
seu critério de discretizacao cai, para levar em consideracao o relacionamento entre
as classes pré-determinadas e os limites de intervalos. Vale ressaltar, que a idéia
central é reduzir o nimero de valores de atributos, sem destruir o relacionamento

de interdependéncia entre a classe e os valores dos atributos.

2.1.4 Ruido

Assume-se que a informacao fornecida em todo o conjunto de exemplos é
totalmente correta. Entretanto, em dados reais, os sistemas de aprendizagem au-
tomdtica nao podem fazer esta forte suposicao. Os exemplos podem conter atributos
baseados em julgamentos subjetivos e medidas; ambos sao passiveis de erros nos va-
lores dos atributos. Alguns deles podem estar classificados erroneamente. Erros
deste tipo nos valores dos atributos ou na informacao da classe, sao usualmente
referidos como ruido. Ruidos sao erros nao sistematicos que ocorrem durante a
entrada de dados ou durante a coleta.

Ruido pode causar dois problemas: o primeiro, geracao de descricoes in-

corretas utilizando-se um conjunto de treinamento contendo ruidos, e o segundo,



CAPITULO 2. FUNDAMENTACAO TEORICA E ESTADO DA ARTE 14

classificacoes incorretas, quando objetos sao classificados, usando estas descrigoes
incorretas.

Infelizmente, ainda existe pouco suporte nos SGBDs comerciais para eliminar
ou reduzir erros, que ocorrem durante a entrada de dados, embora exista potencial
para prover tal capacidade a modelos de dados relacionais. Logo, dados erroneos
podem constituir um significante problema em bancos de dados do mundo real.

Se um conjunto treinamento esta corrompido com ruido, seria desejavel que
o sistema fosse capaz de identifica-lo e ignora-lo. A presenca de ruido na informacao
de classe do conjunto de treinamento afeta a precisao de regras geradas; dai, uma
tentativa poderia ser feita para eliminar o ruido, que afeta a informacao de classe
de objetos no conjunto treinamento.

Quinlan [14], executou experimentos para investigar o efeito do ruido na clas-
sificacao de exemplos do conjunto teste. A idéia basica é que uma pequena quanti-
dade de dados excepcionais é considerada ser causada por ruido, e, portanto pode
ser negligenciada. Os resultados experimentais indicaram que alguns sistemas com
adicao substancial de ruido, diminuiram a taxa de erro na classificacao de exemplos
nao vistos. Uma vez que as descricoes tenham sido construidas a partir do conjunto
de treinamento, estas descricoes podem ser usadas como regras de classificacao para
determinar a classe de exemplos previamente nao vistos. Em experimentos com
alguns sistemas, a adigao de ruidos em um certo conjunto de dados, resultou em
degradacao. Em outro conjunto, a adigao da mesma quantidade de ruido resultou
em baixos indices de classificacao errada, de exemplos nao vistos.

Um interessante fenomeno é que estas regras, aprendidas a partir de um
conjunto de treinamento corrompido, executam melhor na classificacao de dados
ruidosos, quando comparados a regras que sao aprendidas no mesmo conjunto, sem
a presenca dos ruidos. Portanto, nao é vantajoso eliminar ruido de valores atributos
de objetos no conjunto de treinamento, se existir uma quantidade significante de

ruido, quando a regra de classifica¢do induzida é usada na prética [1].

2.1.5 Dados Incompletos

Outro problema que pode ocorrer, é que os valores de atributos podem estar
incompletos.
Supondo que cada objeto no universo é descrito ou caracterizado por valores

de um conjunto de atributos, se a descricao dos objetos individuais é suficiente e
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precisa em relagao a um dado conceito, esta podera, de forma nao ambigua, descrever
a classe, ou seja, um subconjunto de objetos, representando o conceito.

Entretanto, o conhecimento disponivel em muitas situacoes praticas é
freqiientemente incompleto e impreciso. O dado tem sido organizado e coletado
acerca das necessidades de atividades organizacionais, causando dados incompletos
do ponto de vista de tarefa de descoberta de conhecimento. Sob as circunstancias, o
modelo de descoberta de conhecimento poderia ter a capacidade de prover decisoes
aproximadas com algum nivel de confianca.

Muitos métodos sao propostos para aproximacgao de um conceito. Por exem-
plo, a teoria de conjunto “fuzzy” caracteriza um conceito, aproximadamente, por
uma funcao de associacao com um intervalo de valores entre 0 e 1. Outra abor-
dagem ¢é baseada na teoria dos conjuntos, que provém aproximacoes superiores e
inferiores de um conceito, dependendo em como o relacionamento entre duas dife-
rentes particoes de um universo finito é definido.

Wong e Ziarko [15] demonstraram que a nogao generalizada de conjun-
tos, pode adicionalmente ser convenientemente descrita pelo conceito de conjuntos
“fuzzy”, quando operacoes préprias do conjunto de légica difusa sao empregados.
Wong e Yao [16] introduziram uma estrutura tedrica de decisao bayesiana, que
provém uma unificacao plausivel das abordagens do conjunto “fuzzy” e de conjunto
para aproximar o conceito.

Exemplos com atributos perdidos podem ser simplesmente descartados, ou
uma tentativa pode ser feita para substituir o valor perdido pelo valor mais provavel.
Quinlan [17] sugere a construgao de regras que predizem o valor de um atributo
perdido, baseado no valor de outros atributos do exemplo, e na informagcao de classe.
Estas regras sao entao usadas para completar valores de atributos perdidos. O
conjunto resultante é usado para construir as descricoes.

Outra abordagem é analisar valores desconhecidos com um valor separado,
por exemplo, adicionar o valor “desconhecido” para o dominio de cada atributo, e
usar este valor nas descrigoes [1].

As regras construidas podem ser usadas para classificar novos exemplos, nos
quais os valores de atributos estao perdidos. Quando uma regra contém condigoes
em alguns destes atributos, a mesma nao pode ser aplicada.

Para resolver o problema descrito acima, existe a técnica de calcular a pro-

babilidade que a regra determinada aplica. Essa probabilidade é o produto de pro-
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babilidades de cada valor de atributo perdido, requerido na condi¢cao da regra. A
probabilidade de que um atributo possua um determinado valor, pode ser estimada
através da analise da freqiiéncia relativa de valores para este atributo em exemplos

no conjunto de treinamento.

2.1.6 Valores Nulos

O valor nulo pode aparecer em SGBDs como valor de qualquer atributo que
nao faga parte da chave primaria, e é tratado como um simbolo distinto de qualquer
outro simbolo, incluindo outras ocorréncias de valores nulos. O valor nulo nao
significa somente um valor desconhecido, mas também um valor nao aplicavel. Em
bancos de dados relacionais, este problema ocorre freqiientemente porque o modelo
relacional dita que, todas as tuplas em uma relagao deve ter o mesmo nimero de
atributos, mesmo se valores de alguns atributos sao inaplicaveis para algumas tuplas.

Estudos de modelagem de incerteza ou consultas aproximadas podem nao
ser diretamente ligadas a um problema de “Data Mining”, mas, certamente provém
uma base para o processo de descoberta de conhecimento. Por exemplo, identificar
relacionamentos probabilisticos em dados, pode ser util em descobertas funcionais,
em producgao de relacionamentos, ou ainda, em regras entre os exemplos.

Existe uma abordagem na qual o valor é manipulado subdividindo-o dentro
de trées casos: desconhecido, inaplicavel e nulo. E a abordagem de Lee [18] que
estende o modelo relacional para informacao incerta e imprecisa. Na abordagem
de [18], a incerteza associada a um atributo é representada por uma probabilidade,
usando uma distribuicao de probabilidade no conjunto de seu dominio, ao invés do
valor atomico. Um conjunto de valores é permitido para representacao de valores
imprecisos. Para cada instancia, hd uma relacao de atributo de sistema, a qual
consiste de um par de valores de crédito e plausibilidade acoplado, para mostrar o
nivel de confianca existente em cada tupla.

Ja Quinlan [17] sugeriu para arvores de decisao indutivas, que quando bancos
de dados contivessem valores de atributos perdidos, a solucao seria: descarte dos
valores ou tentativa de substituicdo com valores mais provaveis. Quinlan [19] sugeriu
construir regras que predizem o valor perdido de um atributo, baseado no valor
dos outros atributos do exemplo e da sua classe. Estas regras sao usadas para
completar os valores perdidos de atributos e o conjunto de dados resultantes poderia

ser utilizado para construir descrigoes.
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Apesar de apresentarem solucoes para o problema de valores nulos, as aborda-
gens apresentadas acima possuem uma desvantagem, descrita em [20]. Elas podem
transformar uma dada tabela de decisao com valores desconhecidos, em uma nova
e possivelmente inconsistente tabela de decisao, na qual todo valor de atributo é
conhecido, por substituicao de um valor desconhecido de um atributo com todos os
possiveis valores deste atributo perdido. Com isto, o problema de valores perdidos
foi reduzido a um problema de aprendizagem com exemplos inconsistentes. O autor
usou a teoria de conjunto para induzir possiveis regras.

Outras duas abordagens para o problema de valores nulos sao: atribuicao
de valores randomicos e a associacao de medidas de probabilidade de perda com os

valores perdidos.

2.1.7 Redundancia

O conjunto de dados pode conter atributos redundantes ou insignificantes com
respeito ao problema. Esta situacao surge de véarias maneiras. Como por exemplo,
combinar tabelas relacionais para aumentar o conjunto de dados, isto possibilita a
formacao de atributos redundantes. Porém existem muitas solugoes quase-Otimas,
com complexidade de tempo razoaveis. Estas eliminam atributos insignificantes de
um dado conjunto de atributos, usando pesos para atributos individuais ou para
combinagao de atributos. Este tipo de algoritmo é conhecido como algoritmo de
selegao ou reducdo de caracteristicas [21].

Selecao de caracteristica, um processo de pré-poda na aprendizagem indutiva,
é o problema de escolher um pequeno subconjunto de caracteristicas que é necessario
e suficiente para descrever o conceito objetivo. A importancia da selecao de carac-
teristica é nao somente reduzir o espago de pesquisa, mas, também aumentar a
velocidade dos processos de aprendizagem de conceitos e de classificacao de objetos.
Além disso, melhora a qualidade da classificagao do classificador [22, 23, 24, 25].

Procurar o menor subconjunto de caracteristicas no espaco de caracteristicas
demanda tempo. Este tempo é limitado por O(2!.J), onde I é o nimero de carac-
teristicas, e J é o esforco computacional requerido para avaliar cada subconjunto.
Este tipo de pesquisa exaustiva é apropriado somente se [ é pequeno e .J é computa-
cionalmente barato.

Para solugoes quase-6timas em casos especiais, pesos de caracteristicas in-

dividuais ou combinacoes de caracteristicas sao computados, com respeito a algum



CAPITULO 2. FUNDAMENTACAO TEORICA E ESTADO DA ARTE 18

critério de selecao de caracteristica, tal como coeficiente Bhattacharya, divergéncia,
distancia variacional de Kolmogorov, critério de entropia de Shanon, precisao de

classificagdo, entre outras [21].

2.1.8 Mcétodos de “Data Mining”

Freqiientemente, algoritmos muito simples conseguem classificar surpreen-
dentemente bem. Esta idéia é um dos fundamentos de muitos algoritmos de mine-
racao [26).

Existem diferentes tipos de estruturas simples, sao elas: um atributo pode
ser o mais importante; todos os atributos podem contribuir independentemente com
igual importancia; uma combinacao linear pode ser suficiente; uma representacao
baseada em instancia pode trabalhar melhor, e simples estruturas légicas podem
resolver o problema.

E valido ressaltar que o sucesso do método depende do dominio.

O aprendizado supervisionado é um processo de aprendizagem através de e-
xemplos, e é somente possivel na presenca de alguma forma de retroalimentacao. A
retroalimentacao pode ser usada para quantificar e, portanto, comparar a perfor-
mance de um programa.

Aprendizagem para classificar a precipitacao, dado um conjunto de treina-
mento de exemplos classificados por um humano, é um exemplo de aprendizagem
supervisionada.

Neste caso, a retroalimentacao necessaria para monitorar a performance pode
ser obtida de uma taxa de erro, ou percentagem de resultados de classificacoes,
diferentes das classificagoes fornecidas.

Russel e Norvig [27] determinam que aprendizagem supervisionada pode ser
vista como inferéncia pura indutiva, que induz algumas fungoes que aproximam a
realidade sendo aprendida.

No contexto de classificagao, um bom algoritmo de aprendizagem supervisio-
nada é aquele que faz um bom trabalho de predizer a classe de novos exemplos, ou
seja, produz boas hipdteses [27].

A qualidade de um algoritmo de aprendizagem supervisionada que produz

um classificador, pode ser determinada pelos seguintes passos:

e Dividir o conjunto de exemplos disponiveis dentro de dois conjuntos distintos:

o conjunto de treinamento e o conjunto de teste;
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e Usar um algoritmo sob o teste para produzir um classificador, usando exemplos

de um conjunto de treinamento, ou seja, treinar o algoritmo;

e Usar o classificador resultante nos exemplos no conjunto de teste gerando uma

classe para cada exemplo;

e Comparar as previsoes resultantes contra as classes atuais dos exemplos e
observar a percentagem de instancias classificadas corretamente no conjunto

teste.

Quando existe um grande nimero de caracteristicas em um problema, ha
uma desvantagem de usar a liberdade resultante para aprender classificadores. Isto
explica-se, por se utilizar atributos sem significado ou irregulares do conjunto de
dados, na construcao dos classificadores.

Esse problema é comum em todos os tipos de algoritmos de aprendizagem e
é conhecido como “overfitting” ou “overtraining”.

Técnicas simples existem para prevenir “overtraining” para a maioria dos
algoritmos de aprendizagem, tal como arvores de decisao podando arvores de decisao

e “optimal brain damage” para redes neurais [27].

2.2 Técnicas Estatisticas

Nos tltimos anos, téem-se notado um aumento do uso de técnicas estatisticas
no processo de “Data Mining”, como por exemplo: selecdo de atributos [28], de-
pendéncia de dados [29, 30], classificacao de objetos baseados em descrigoes, dis-
cretizagao de valores continuos [29], reducao de dados [30], previsao de valores in-
completos, etc.

A motivacao da utilizacao estatistica deve-se ao fato de que as técnicas es-
tatisticas para andlise de dados ja sao bem desenvolvidas e amadurecidas, e, em
alguns casos, consistem no dnico meio de andlise [1]. No entanto, algumas das
desvantagens do uso de métodos estatisticos para problemas de andlise de dados
sao: fortes suposicoes estatisticas, inabilidade de reconhecer e generalizar relaciona-
mentos (tal como a inclusao de conjunto), e a captura de caracteristicas estruturais
de um conjunto de dados.

Estatistica é a ciéncia que dispoe de processos apropriados para recolher,

organizar, classificar, apresentar e interpretar conjuntos de dados [31].
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A Estatistica fornece técnicas para extrair informacao dos dados, os quais
sao muitas vezes incompletos, na medida em que oferece informacao 1til sobre o
problema em estudo.

E objetivo da Estatistica extrair informacao dos dados para obter uma melhor
compreensao das situagoes que representam.

No estudo do problema escolhido, a Estatistica foi utilizada nas fases de
transformacao de dados e andlise de resultados, envolvendo métodos e medidas es-
tatisticas.

Sob a forma de amostra, os dados recolhidos sofreram reducao e trans-
formacao, o que sera melhor explicado nas Secao 5.3 e 5.4. Estes dados foram repre-
sentados utilizando-se grupos. Objetivou-se com isto, a identificacao de uma estru-
tura subjacente aos dados, deixando de lado a aleatoriedade presente, permitindo-se
ainda reduzi-los, de modo que, pode-se extrair o maximo de informacao relevante
para o problema em estudo.

Também, uma parte da potencialidade da Estatistica foi utilizada, de maneira
que conclusoes foram feitas acerca da populacao escolhida, baseando-se numa pe-
quena amostra, dando ainda uma medida do erro cometido.

Populacao é um conjunto, agregado ou colecao de unidades individuais, que
podem ser pessoas ou resultados experimentais, com uma ou mais caracteristicas
comuns [31].

Amostra é um subconjunto de dados ou observacoes, recolhido a partir de
uma determinada populacao, de forma a se obter conclusoes sobre a populacao de
origem. Para medir a amplitude de uma amostra, calcula-se a diferenca entre o valor
maximo e o valor minimo do conjunto de dados [31].

As amostras devem ser selecionadas de modo a serem representativas para
a populacao, do contrario, as amostras podem ser enviesadas, ou seja, podem nao
representar corretamente a populacao e a sua utilizacao poderia dar origem a inter-
pretacoes erradas.

Numa andlise estatistica distinguem-se basicamente duas fases: Estatistica
Descritiva, onde se descreve e estuda a amostra - que sao as caracteristicas principais
e as propriedades - e a Estatistica Indutiva, em que se conclui sobre a populacao ou
se imagina proposicoes mais gerais, que exprimam a existéncia de leis na populagao.

O estudo descritivo dos dados de uma amostra ou de uma populagao, resume-

se na informagao contida no conjunto de dados. Construindo tabelas e graficos foram
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encontradas algumas caracteristicas do conjunto de dados [31].

Ja na Estatistica Indutiva, conhecidas certas propriedades, se imaginam pro-
posicoes mais gerais, que exprimam a existéncia de leis obtidas a partir de uma
andlise descritiva de amostras, expressas por meio de proposicoes. No entanto, ao
contrario das proposicoes deduzidas, nao se pode dizer que sao falsas ou verdadeiras,
ja que foram verificadas sobre um conjunto restrito de individuos. Portanto nao sao
falsas, mas nao foram verificadas para todos os individuos da populacao, pelo que
também nao se pode afirmar que sao verdadeiras. Existe assim, um certo grau de
incerteza (percentagem de erro), que é medido em termos de probabilidade [31].

Sobre os dados que constituem uma amostra, pode-se classificar em dois tipos
fundamentais: dados qualitativos e dados quantitativos.

Os dados qualitativos representam informagcoes que identificam alguma qua-
lidade, categoria ou caracteristica, nao susceptivel de medida, mas de classificacao,
assumindo varias modalidades. O estado civil de um individuo é um exemplo disso,
pois, é capaz de variar dentro das seguintes categorias ou classes: solteiro, casado,
viivo e divorciado.

Os dados quantitativos representam a informacao resultante de caracteristicas
susceptiveis de serem medidas, apresentando-se com diferentes intensidades, que
podem ser de natureza discreta ou continua. No caso de uma varidvel continua,
esta pode tomar todos os valores numéricos, inteiros ou nao, compreendidos no seu
intervalo de variagao - temos por exemplo o peso, a altura, entre outros [31].

No caso das variaveis continuas, pode-se discretiza-las definindo-se classes, de
forma a transformar os valores continuos em valores discretos. O processo compoe-se

de certas etapas principais:

1. Definicao das classes: determinar a amplitude da amostra - a diferenca entre

o valor maximo e o valor minimo da amostra;

2. Calcular a amplitude de classe h: dividindo a amplitude do item anterior pelo
niumero k de classes objetivo; essa amplitude de classe é um valor aproximado

por excesso do valor anteriormente obtido.

3. Construir as classes de modo que tenham todas a mesma amplitude e cuja

uniao contenha todos os elementos da amostra.

A primeira classe C serd C} = [¢1, ¢o[= [min. da amostra, min. da amostra+
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As outras classes C; serao C; = [min amostra + (i — 1) X h , min amostra
+ (i x h)],comi=2..,k.

Um valor aproximado, para um ntimero de classes a serem consideradas, pode
ser obtida através da seguinte regra empirica: para uma amostra de dimensao n, k
é o menor inteiro tal que: 2F > n.

Para a representacao gréafica de dados continuos, usa-se um diagrama de areas
ou histograma, formado por uma sucessao de retangulos adjacentes, tendo cada um
por base um intervalo de classe e por drea a freqiiéncia relativa (ou a freqiiéncia
absoluta).

Freqiiéncia absoluta representa o nimero de elementos de cada uma das ca-
tegorias ou classes. Frequéncia relativa é igual a freqiiéncia absoluta dividida pela
dimensao da amostra.

Se freqiiéncias absolutas forem utilizadas para construcao do histograma, a
area total serd igual a :

A=ni+no+..+ny=n

No caso de se utilizarem as freqiiéncias relativas:
A:f1—|—f2—|—..+fk:1

Uma consideracao sobre histograma, é que seu aspecto depende em grande
parte do agrupamento que se tenha feito para os dados. Assim, a escolha de uma
amplitude de classe muito pequena, traduz-se num grande numero de classes, que
nao permite que se sobressaiam as caracteristicas fundamentais dos dados, uma
vez que se lhe pode sobrepor o aspecto aleatorio dos dados. Por outro lado, um
nimero muito pequeno de classes, pode nao mostrar alguns aspectos importantes
dos dados. Para representar graficamente as freqiiéncias acumuladas considera-se a

funcao cumulativa cuja construcao, se exemplifica a seguir:

e Antes do limite inferior da primeira classe, a freqiiéncia acumulada é nula, pelo

que se traca um segmento de reta sobre o eixo x, até esse ponto.

e No limite inferior da segunda classe, a freqiiéncia acumulada é a freqiiéncia da

classe anterior.

e No limite inferior da terceira classe, a frequéncia acumulada é a soma das

freqiiéncias das duas classes anteriores.
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Quando se atinge a ultima classe, tem-se a garantia que a freqiiéncia acumulada
correspondente ao seu limite superior é igual a 1, nesse ponto marca-se 1, e

continua-se com um segmento de reta paralelo ao eixo x.

Pode-se chamar a atencao para algumas propriedades da fun¢ao cumulativa,

tal como foi construida: esta definida para todo o z real;

’

E sempre nao decrescente;

S6 assume valores no intervalo [0, 1].

Os dados sao organizados na forma de uma tabela de freqiiéncias. No en-
tanto, em vez das categorias, apresentam-se os valores distintos da amostra, que vao
constituir as classes. Uma freqiiéncia acumulada de 50% é chamada de mediana. A
mediana divide a distribuicao das freqiiéncias em duas partes iguais, ja que 50% dos
dados sao menores ou iguais & mediana e os restantes 50% sao maiores ou iguais.
Vale lembrar que com esta técnica utilizada, obtém-se um valor aproximado para a

mediana, e nao o valor exato da mediana do conjunto de dados originais.

2.3 O Problema de Previsao de Chuva

Diversas metodologias tém sido utilizadas com propdsitos operacionais no
Instituto Nacional de Pesquisas Espaciais (INPE) e na Fundagao Cearense de Me-
teorologia e Recursos Hidricos (FUNCEME), para predizer a estagdo chuvosa do
Nordeste. Estas metodologias sao baseadas em parametros empiricos atmosféricos
e oceanicos, nos resultados de modelos de simulacoes, e em modelos estatisticos
especificos [32].

Por muitos anos, o Sol foi visto somente como uma estrela produtora de uma
quantidade fixa de calor e luz, ou seja, uma estrela constante. Porém, variacoes no
tempo ou nas estacoes do ano sao primariamente produzidas devido a inclinagao
da orbita da Terra. No verao, o sol é mais alto ao meio-dia, enquanto que no
inverno é mais baixo e aparece por um menor espaco de tempo. Entretanto, nem
todos os veroes sao iguais, e nem todos os invernos sao iguais. Alguns anos trazem
seca, outros podem trazer inundacao. Esta é uma preocupacao vital para muitas
pessoas, particularmente para os que dependem da terra para sobreviver. A partir
dai, comecou-se a descobrir que o sol nao é verdadeiramente uma estrela constante

e muitos comecaram a imaginar se estas variagoes da érbita solar podiam ter algo
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relacionado com as mudancas no tempo. Logo, surgiu a questao de que as manchas
solares ou “chamas” solares ou outros fenémenos relacionados controlavam ou nao
o tempo. (O tempo citado refere-se ao tempo da troposfera - o qual aparece nos
primeiros 10 km ou entao na nossa atmosfera).

Vérias pesquisas tém sido conduzidas em muitas décadas, na tentativa de
relacionar as manchas solares e outras formas de atividade solar, com o tempo. O
assunto é com freqiiéncia popular a midia. Incontaveis horas tém sido perdidas na
tentativa de convencer o mundo que as secas e as cheias sao conseqiiéncias de uma
inesperada explosao da furia solar. Infelizmente, a cada artigo publicado mostrando
a relacao entre as cheias de um ano e as manchas solares, pode ser freqiientemente
encontrado um outro artigo contraditério, mostrando que nao ha relagao entre man-
chas solares e a seca do mesmo ano.

Alguns cientistas acreditam que deve existir uma pequena conexao entre os
disturbios do tempo e a atividade solar. Outros acreditam numa pequenissima
conexao [33]. A razao pela qual muitos cientistas tém dificilmente aceitado que a
atividade solar tem uma maior influéncia, é simples: mesmo a grande erupc¢ao solar,
sendo uma gigante explosao para os padroes da Terra, a atividade solar somente
libera uma quantidade de energia, compardvel a energia que o Sol emite em poucos
segundos. Em outras palavras, a atividade solar é apenas uma variagao muito pe-
quena na variacao total de saida solar. Muitas das grandes variagoes na luz solar
recebida na superficie da Terra sao devidas a inclinacao da Terra e a sua Orbita
eliptica.

Para pessoas que querem um método préatico de previsao do tempo, segundo
o eminente meteorologista australiano Barrie Pittak, poderiam se basear no pensa-
mento: “existe, atualmente, pouca ou nenhuma evidéncia convincente de correlagoes
uteis com significancia estatistica ou pratica entre o ciclo de manchas solares e o
clima em escalas de tempo de médio prazo”.

Esta conclusao parece justificar a existéncia de massiva literatura sobre o
assunto. A literatura possui sugestoes evidentes que, se mais dados e melhores
andlises fossem feitas, se poderia obter resultados bem-sucedidos na verificacao de
relacoes significantes, entre o tempo e as manchas solares. Relagoes estas, que,
provavelmente, poderao explicar a variancia da precipitagao, por exemplo.

Existe evidéncia de reduzidissimos efeitos de pequeno prazo (dentro de dias) e

também alguns efeitos climaticos de longo prazo (da ordem de séculos). Entretanto,
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nenhum destes oferecem muita esperanca na previsao do tempo.



Capitulo 3

O Problema da Previsao de Chuva
no Ceara - PPCC

No Ceara, em termos gerais, devido as suas caracteristicas climéticas, pode-
se afirmar que existem apenas duas estacoes por ano: a estacao seca e a estacao
chuvosa. Isto é decorrente do fato, do regime de precipitacao, se concentrar em ape-
nas um periodo do ano. As duas estacoes citadas sao responsaveis pelos resultados
positivos ou negativos dos investimentos agropecuarios. Logo, dada a importancia
destas “estacoes” neste Estado, objetiva-se prever a classificacao do periodo chuvoso.

Levando em consideracao que a quantidade de chuva do periodo restante
do ano, representa cerca de 30% em relacao ao total anual, foi assumido que estes
periodos representariam as estacoes.

Este periodo é chamado de quadra chuvosa, pois, as chuvas anuais se concen-
tram principalmente no espacgo temporal de quatro meses, sendo: fevereiro, marco,
abril e maio. No entanto, é valido ressaltar que, a precipitacao do Nordeste é esparsa
e, normalmente, inicia-se em outubro. A classe da quadra a ser prevista pertencera
a um certo conjunto C'.

Considerando-se somente esta alta e estreita concentracao de chuva de
fevereiro a maio, pode-se afirmar que a previsao do comportamento da quadra chu-
vosa determina a classificacao da precipitacao anual em todo o Estado. Portanto,
se existisse uma forma de prever a quadra chuvosa, seria muito vantajoso para o
planejamento geral da agricultura e pecudria cearense.

Diversos autores ja estudaram a relacao da precipitacao nordestina com ou-
tros eventos naturais, como por exemplo, a relacao da chuva do Nordeste com a

Temperatura da Superficie do Mar. Uma das conclusoes encontradas nestes estudos,

26
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foi que o gradiente de pressao meridional é fortemente associado com as anomalias
de precipitacao do Nordeste. Neste estudo, observando-se o Atlantico, encontrou-se
que as secas do Nordeste coincidem com a baixa fase da Oscilagao Sul. A baixa na
Oscilacao Sul é definida pelas seguintes situacoes anormais: alta pressao em Darwin e
baixa pressao no Tahiti, ou, entao dguas superficiais do mar excessivamente quentes
no Pacifico Equatorial [34]. Outro exemplo foi a descoberta através de modelos
climatoldgicos que o principal sistema causador de chuvas no Ceara é a Zona de
Convergéncia Intertropical (ZCIT), ou seja, a regiao da Terra onde os ventos do
hemisfério norte e sul se encontram e sobem, facilitando a formacao das nuvens.

O prognostico das chuvas realizado pela FUNCEME para o Estado do Cear4,
baseia-se na andlise dos seguintes dados: condicoes da geografia fisica regional
(chuva, relevo e vegetagao do Ceard); resultados gerados pelos modelos dinamicos,
estatisticos e estocdsticos de previsao de clima e de Temperatura da Superficie do
Mar (TSM), nas bacias dos oceanos Atlantico e Pacifico; médias mensais relativas
da T'SM nos oceanos Pacifico e Atlantico; ventos na superficie do mar e em altitude;
pressao atmosférica; e radiacao de onda longa, parametro que fornece um indicativo
sobre a cobertura de nuvens da regiao tropical.

Uma das dificuldades desta previsao é que o Nordeste exibe nao somente uma
alta variabilidade na quantidade anual de precipitacao, mas também alta variabili-
dade temporal na precipitacao dentro de sua estacao chuvosa. Isto dificulta ainda
mais o prognéstico das chuvas [32].

Levando em conta, as consideracoes acima, o trabalho propoe-se a apresen-
tar possiveis solucoes e comparar as solugoes de seis métodos nao paramétricos na
previsao de classificacao da chuva. Mais especificamente, prever a classe da quadra
chuvosa na cidade de Boa Viagem,a qual se situa em uma das cinco regioes pluvio-
metricamente homogéneas do Ceara [35], chamada Sertao Central e Inhamuns.

Os métodos nao paramétricos combinaram diversas variaveis oceanicas e at-
mosféricas, para tentar descobrir padroes nos dados que definem a classe da chuva
no Estado mencionado, objetivando encontrar novos relacionamentos e um nivel de
certeza maior. Em outras palavras, o objetivo é investigar o uso de métodos de
Aprendizagem Automatica em dados climatoldgicos para a previsao de chuva anual
no Estado do Ceara através do processo de “Data Mining”. A previsao de chuva
anual consiste em determinar previamente o comportamento da chuva na quadra

chuvosa. Este comportamento pode ser classificado qualitativamente em uma das
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seguintes classes: seco, normal e chuvoso. Assim, desejamos saber previamente em
qual destas classes a chuva de um certo ano se encontra. Para isso, precisamos ex-
trair um modelo de previsao de chuva a partir do conjunto de dados climatolégicos.
Um modelo consiste em um conjunto de regras que relacionam as varidveis clima-
toldgicas, como a Temperatura da Superficie do Mar (TSM) com a classificacao de
um determinado periodo.

O trabalho se propos a verificar o comportamento de alguns métodos nao-
paramétricos para prever a quadra chuvosa. A regiao selecionada foi uma das
cinco regides homogeéneas do Ceard, encontradas no artigo [36]. A regido esco-
lhida foi “Regiao Central e Inhamuns”. As classes usadas foram classes nomi-
nais encontradas, usando-se trés técnicas estatisticas: percentil, quantil e ampli-
tude. Para as técnicas de percentil e amplitude foi utilizado um conjunto C' de
trés classes, onde C' = {seco, normal, chuvoso} e dois conjuntos de duas classes
Cy = {seco + normal, chuvoso} e Cy = {seco,normal + chuvoso}. Para a técnica
de quantil o conjunto C' foi C' = {muito seco, seco, normal, chuvoso, muito chuvoso}.

Os métodos utilizados serao descritas no capitulo que descreve o processo de
“Data Mining” usado. O critério de escolha destas variaveis baseou-se nos trabalhos
anteriores [35, 37, 32, 38|, como determinantes para a precipitagao e na disponi-
bilidade das bases de dados. Os dados foram obtidos na FUNCEME (Fundagao

Cearense de Meteorologia) e no Observatério Real da Bélgica.

3.1 Definicao do Problema

O principal objetivo é investigar o uso de métodos de Aprendizagem Au-
tomdtica em dados climatoldgicos, para a previsao de chuva anual em uma cidade
no Estado do Ceara, através do processo de “Data Mining”. A previsao de chuva
anual consiste em determinar previamente o comportamento da chuva em um de-
terminado periodo do ano. Este comportamento é classificado qualitativamente em
muito seco, seco, normal, chuvoso e muito chuvoso [36]. Assim, deseja-se saber pre-
viamente em qual destas classes a chuva de um certo ano se encontra. Para isso,
precisa-se extrair um modelo de previsao de chuva a partir do conjunto de dados
climatolégicos. Um modelo consiste em um conjunto de regras que relacionam as

variaveis climatolégicas, como a Temperatura da Superficie do Mar, com as classes.
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3.2 Trabalhos Anteriores

3.2.1 Meétodos Paramétricos

O maior problema destes métodos é que a forma assumida é muito restritiva
para diversos dominios. A maior vantagem dos métodos ¢é simplicidade e a eficiéncia
computacional.

Varias metodologias tém sido usadas com os objetivos operacionais no Insti-
tuto Nacional de Pesquisas Espaciais (INPE), na Fundagao Cearense de Meteorologia
e Recursos Hidricos (FUNCEME), dentre outras, para prever a estagao chuvosa no
Nordeste Brasileiro. Estas metodologias sao baseadas em parametros atmosféricos
e oceanicos, nos resultados de modelos de simulacao, e em modelos estatisticos
especificos [32].

O interesse em estabelecer um método para a previsao das chuvas no Ceara
existe desde 1928. O primeiro trabalho relacionado foi feito por G. Walker em 1928,
que previu o indice de chuva no Ceara e obteve um nivel de acerto de aproximada-
mente 60%. Apds isto, varios pesquisadores aplicaram técnicas estatisticas para
prever chuva no Nordeste e encontrar variaveis preditoras.

As técnicas estatisticas mais utilizadas para previsao de chuva no Nordeste
Brasileiro foram a andlise de regressao e a andlise de correlacao. Estas técnicas rea-
lizam o inter-relacionamento entre duas ou mais variaveis continuas. Além destas
técnicas, também utilizou-se e utiliza-se a previsao de modelos acoplados. A analise
de correlacao realiza inferéncias estatisticas sobre trés medidas de associacao: o
coeficiente de correlacao simples, que mede a forca de um relacionamento entre
duas variaveis, o coeficiente de correlacao multipla, que mede a forca de um rela-
cionamento linear entre uma varidvel e um conjunto de varidveis, e o coeficiente
de correlacao parcial, que mede a associacao linear entre duas variaveis, depois de
remover o efeito linear de um conjunto de outras variaveis.

A andlise de regressao estuda o relacionamento entre uma varidavel, deno-
minada varidvel dependente, e diversas outras variaveis independentes. Este rela-
cionamento é representado por uma equacao, que associa uma variavel dependente
com variaveis independentes, considerando um conjunto de suposicoes relevantes a
esta associacao. Existe uma funcao que relaciona as varidveis independentes com
a variavel dependente, a qual envolve um conjunto de parametros desconhecidos.

Quando esta funcao é linear nos parametros, tem-se um modelo de regressao linear.
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Caso contrario, tem-se um modelo de regressao nao-linear.

A técnica de andlise de correlagao foi utilizada por: Markham [39], que ana-
lisou uma funcao de autocorrelacao no periodo de 1850 a 1970; Girardi e Teixeira
[40], que usaram séries temporais da precipitacao pluviométrica anual de Fortaleza
e de outros seis postos de medicao de pluviometria, para encontrar um coeficiente
de correlagao em torno de 0,74; Nobre [41] fazendo um teste de autocorrelacao de
Kolmogorov-Sminorv aplicado as séries temporais; Brito [42], que usou um mode-
lo puramente estatistico baseado no modelo de Hastenrath [43]; e Alves e Repelli
[38] para predizer a variabilidade espacial da chuva sobre o Nordeste Brasileiro. A
técnica de andlise de regressao foi utilizada por: G. Walker em 1928, que baseado
na regressao miltipla do indice de chuva sazonal (janeiro a junho), de Fortaleza a
Quixeramobim, desenvolveu uma férmula estatistica para a previsao de chuva no
Estado do Ceard; e, Xavier [35] para a avaliar o papel da componente meridional do
vento, na costa do Nordeste Brasileiro e de outras covaridveis, para prever a chuva

no Ceara.

3.2.2 Meétodos Nao-Paramétricos

O método nao paramétrico mais utilizado em previsoes sao as Redes Neurais.
Redes Neurais ou Conexionismo objetivam investigar a possibilidade de simulacao
de comportamentos inteligentes através de modelos baseados na estrutura e fun-
cionamento dos sistemas neurais biol6gicos.

Hall et al. [44] previram a probabilidade de precipitagao (PP) e a precipitagao
quantitativa (PQ) em uma drea do Texas (Dallas - Fort Worth), utilizando uma Rede
Neural para cada previsao. A entrada consistiu em 19 varidveis meteorologicas e
a precipitacao observada em 36 medidores de chuva. Todas as variaveis tinham
periodicidade diaria. As redes foram treinadas utilizando dados de 1994 a 1995 e
testadas com dados de 1 de margo de 1996 a 30 de setembro de 1997 (579 dias).

Na rede PP; as classes foram: chuva e nao chuva e o resultado era um per-
centual. Na rede PQ, nao existia classificacdo. As redes previam a estacao quente
(abril a outubro) e a fria (novembro a margo) e tinham a capacidade de mudar qual-
quer variavel e re-executar o processo, como forma de antecipar qualquer mudanca
meteorolégica. As previsoes resultantes da rede PP tiveram uma correlacao linear
de 0,96, com a chuva observada e em todas as previsdes maiores ou iguais a 38,5%

houve precipitacao.
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Miyano e Girosi [45] previram as variagoes de temperatura global usando
Redes Neurais. Este trabalho usou também os métodos paramétricos: técnicas de
regressao linear e nao-linear para a andlise de séries temporais entre 1861 e 1984.
Os dados utilizados foram as diferencas de temperatura do ar da superficie global
entre anos sucessivos. As variagoes foram previstas usando quatro métodos: rede
de regularizacao, “perceptrons” multi-camadas, auto-regressao linear e um modelo
local conhecido como método de projecao simplex. O treinamento foi realizado com
as séries de 1861-1909 e os testes: 1910-1944, 1910-1964 e 1910-1984. Para todos os
modelos, os erros das previsoes aumentam notavelmente apds 1965. Estes resultados
sao consistentes com a hipétese de que houve uma mudanca no clima neste periodo.
O modelo da rede de regularizacao faz a melhor previsao, enquanto a auto-regressao
linear faz a pior. Isto sugere, neste caso, que o comportamento dinamico das séries
temporais é nao-linear.

Hastenrath e Greischar [34] desenvolveram um trabalho para predizer a pre-
cipitacao do Nordeste Brasileiro de marco a junho, usando informacoes referentes
ao més de janeiro. Os métodos usados foram dois métodos de previsao paramétricos
(Regressao Miiltipla Passo-a-Passo e Anélise de Discriminante Linear) e um método
nao paramétrico (Redes Neurais). Serviram como varidveis preditoras precipitagao
acumulada regional do Nordeste, temperatura da superficie do mar do Atlantico e
do Pacifico e a componente do vento meridional do Atlantico. Os dados de pre-
cipitacao consistiam de medicoes em 27 postos espalhados pelo Nordeste. Para cada
estacao, os seguintes intervalos foram somados como preditores: outubro a dezem-
bro (OND), outubro a janeiro (ONDJ), outubro a fevereiro (ONDJF) e outubro a
mar¢o(ONDJFM). Como preditando, usou-se margo a abril (MA), mar¢o a junho
(MAMJ), abril a junho (AMJ) e marco a setembro (MAMJJAS). Para cada ano,
as variagoes normalizadas foram somadas sobre todas as 27 estacoes, para produzir
séries temporais da variacao normalizada média de todas as estagoes, para cada in-
tervalo mencionado. O registro de previsao estende-se sobre 32 anos (1958-1989),
enquanto que o conjunto de treinamento de 1921 a 1957 (excluindo 1943-1947) tendo

sido utilizado para o treinamento dos métodos.



Capitulo 4

Métodos de Aprendizagem
Abordados

O problema escolhido é uma instancia do problema de previsao. Por isso,
defini¢oes e conceitos sao pertinentes ao problema citado e a literatura relacionada.

Como anteriormente dito, objetiva-se aprender procedimentos de classificacao
a partir de exemplos.

Um exemplo é uma tupla (z, ¢) onde x representa a descrigdo de uma situagao,
de um objeto ou de um individuo e ¢ representa uma classe. No presente tra-
balho, considerou-se que os objetos sao descritos por um conjunto de atributos
A = {xy,z5.....2,}, onde cada um destes z; possui um valor dentro um certo
dominio d;, que pode ser associado a R,N, {0,1}, {seco, normal, chuvoso}, entre
outros. Para descrever uma carta a ser jogada, pode-se por exemplo, utilizar dois
atributos a cor e o naipe, com os valores pertencendo respectivamente aos dominios:
D1={% ¢, 0,8} e D={A,2, .. Reis} [46].

A classe do exemplo poderd ser representada por um inteiro ¢ e {1,2..., ¢},
onde ¢ determina o nome das classes. A classe exprime um diagnoéstico médico a
presenca ou a auséncia de uma determinada propriedade do objeto, entre outras.
Quando somente hd duas classes, freqiientemente o exemplo é positivo ou negativo,
conforme pertenca a uma classe ou a outra. O positivo serd notado igual a 1 e
negativo igual a 0 [46].

Um exemplo bindrio é um exemplo descrito unicamente por atributos binarios
e a classe e uma variavel binaria. Seja A,, = {z1, x9, ..., , } um conjunto de atributos
bindrios, L, = {1, T1, T2, ..., T, Tn} € um conjunto de literais resultantes de A, (7,

representa a negacao de xp).

32
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Do ponto de vista probabilistico, um exemplo (z, ¢) é uma realizagao de uma
variavel aleatéria (X, C') com os valores em Dy X Dy X ... x D, x {1,2,...,C}.

Uma amostra é um conjunto final de exemplos escolhidos de maneira inde-
pendente, seguindo a distribuicao P (X, C).

Um procedimento de classificacao (ou procedimento de decisao) é uma apli-
cagdo F' definida sobre X e o valor de {1,2,...,C'}. O objetivo de aprendizagem
é descobrir um procedimento de classificacao que direcione os exemplos. De uma
maneira ou de outra, os métodos de aprendizagem, procedem sempre por exploracao
de um espaco de procedimentos possiveis pré-determinados. Este espaco sera de-
nominado F'. No caso de exemplos binarios, considera freqiientemente que F' é um
conjunto de féormulas logicas, de forma pré-determinada, descrito com a ajuda dos
operadores booleanas usuais: V(e), A(ou), =(nao). Neste caso, emprega-se freqiien-
temente o termo do conceito, para designar um procedimento de classificagao.

Aprender é a0 mesmo tempo um processo calculado e uma exigéncia da ca-
pacidade preditiva. O processo pode se resumir em: escolher um conjunto de exem-
plos, ou conjunto de aprendizagem; considerar um conjunto F' de procedimentos de

classificacao; extrair F' de um bom procedimento de classificacao.

4.1 C4.5

C4.5 é um tipo de aprendizagem em arvores de decisao. Aprendizagem em
arvores de decisao ¢ um dos métodos mais utilizados e um dos mais praticos para in-
feréncia indutiva. Trata-se de um método para aproximar func¢oes objetivo discreto-
valoradas, no qual a funcao “aprendida” é representada por uma arvore de decisao.
Um espaco de hipdtese expressivo é pesquisado, evitando, portanto, a dificuldade
de restricao de espaco de hipétese. E um método robusto para dados com ruidos e

é capaz de aprender expressoes disjuntas.

4.1.1 Descricao

Uma Arvore de Decisio [17] é constituida de uma hierarquia de nés, onde
um no pode ter um determinado nimero de filhos; em caso da arvore ser binaria,
o nimero maximo de filhos é dois. Os nés com filhos sao chamados nés internos
e cada um esta associado a um teste em um atributo no conjunto de dados de

entrada. Os nds sem filhos ou nés folhas definem as classes, ou seja, somente uma



CAPITULO 4. METODOS DE APRENDIZAGEM ABORDADOS 34

(51 {tsm) = 2

580 IMS < 50

N

ormal Seco

Figura 4.1: Exemplo de arvore binaria.

classe é atribuida as instancias contidas em cada no folha. Cada teste feito por um
n6 interno divide o conjunto de dados em conjuntos disjuntos, um em cada ramo,
ou seja, cada teste possui uma saida mutuamente exclusiva e exaustiva. Em arvores
binarias de decisao, o conjunto é dividido em, no méaximo, dois conjuntos disjuntos
por no interno. Este processo de teste e divisao continua até que um né folha seja
alcancado.

Resumindo, em uma arvore de decisao, um né interno representa uma
condicao ou teste aplicado a um dos aspectos do problema a ser resolvido e um
no folha representa uma classe.

Uma arvore de decisao define um nimero determinado de classes para um
conjunto de treinamento, filtrando padroes através dos testes na arvore. Conjunto
de treinamento é o conjunto de dados usado para desenvolver os modelos de previsao.
Neste conjunto as classes dos objetos devem ser previamente conhecidas.

Os testes podem ser multivariados, nos quais diversas caracteristicas da en-
trada sao testados simultaneamente; ou univariados, onde apenas uma das carac-
teristicas é testada.

O processo de classificacao por uma arvore de decisao envolve seguir o cami-
nho partindo da raiz até uma folha, utilizando as decisoes feitas em cada nd, para
determinar que ramo ser seguido.

Existem varios algoritmos de aprendizagem usando arvores de decisao
bindrias, para classificagdo de novas instancias. Alguns exemplos sao: ID3 [17];
C4.5, uma nova versao do ID3; e CART [9].
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Aprendizagem em arvores de decisdao, mais especificamente, é um processo
recursivo baseado na inclusao de nds na arvore, até que todos os dados de treina-
mento sejam divididos em classes. O algoritmo de aprendizagem seleciona uma
caracteristica para o ramo em cada né e faz chamadas recursivas para construir
subarvores para cada ramo criado. Para selecionar a condicao do né raiz, todas
as instancias de treinamento sao utilizadas. Na selecao das condigoes dos nos sub-
seqiientes utilizam-se os subconjuntos menores dos dados de treinamento, obtidos
pela divisao imediatamente anterior. As arvores obtidas apds o processo da apren-
dizagem podem ser também representadas como conjuntos de regras “se-entao”,
para melhorar o entendimento humano.

Arvores de decisdo classificam instancias, ordenando-as da raiz da arvore até
um né folha, o qual determina a classificacao da instancia. Cada né na arvore
especifica um teste de um atributo da instancia, e cada ramo descendente do né
corresponde a um dos possiveis valores para esse atributo.

Para classificar uma nova instancia, inicia-se o processo observando-se o né
raiz e testando o atributo especificado para esse n6. Com isso, determina-se o ramo
que sera seguido pelo valor do atributo na nova instancia. Repetem-se os passos
anteriores para as subarvores subseqiientes, até que se alcance um né folha. A
classe da nova instancia serd a mesma do né folha alcancado pela classe.

Em geral, arvores de decisao representam a disjun¢ao de conjuncgoes de res-
tricoes nos valores dos atributos de instancias. Cada caminho da raiz da arvore para
uma folha, corresponde a uma conjuncao de testes de atributos, e drvore em si é a
disjun¢ao destas conjungoes. [47]

A construcao de uma arvore de decisao tem o intuito de dividir recursivamente
os exemplos de um conjunto de aprendizagem, até obter subconjuntos de modelos
que, preferencialmente, contenham exemplos de uma mesma classe, ou, até que todas
as instancias do conjunto treinamento sejam classificadas. Somente instancias que
alcangcam um né, sao utilizadas para selecionar a condi¢ao do préprio no.

O procedimento mais comumente utilizado na construcao de arvores de de-
cisao é o (“top down”), que segue a linha do mais geral para o mais especifico.

O pseudocodigo para a construcao de uma &arvore de decisao encontra-se
descrito no Algoritmo 1.

Existem algumas heuristicas para se escolher os melhores atributos para a

construcao de uma arvore de decisao. Elas objetivam obter arvores menores com
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Algoritmo 1 Pseudo-codigo de construgao de uma arvore de decisao.

1. Pseudocédigo: CONSTRUGAO DE UMA ARVORE DE DECISAO

2. Entrada: L

3. inicio

4. Selecionar um atributo para né raiz

5. Criar um ramo para cada um dos valores possiveis do teste

6. Dividir as instancias dentro de cada ramo, formando subconjuntos disjuntos L,
7. Retornar ao passo 1, considerando como conjunto de entrada, o subconjunto de
8. dados contidos no ramo, até que todas as instancias tenham a mesma classe, ou
9. um certo critério de parada seja alcancado

10. fim

mais precisao e nds mais puros. A pureza dos nds refere-se ao niimero de instancias
em um no6 folha, de uma classe distinta da classe definida pelo né.

O critério mais conhecido para medir o grau de impureza de um atributo é
o ganho de informacao. O ganho de informacao aumenta de acordo com a pureza
média de subconjuntos que um atributo produz.

Uma das heuristicas é escolher o atributo que resulte no melhor ganho de
informagao. Existe também outra medida, a entropia de distribuicao, a qual é a in-
formacao requerida para prever um evento, dado uma distribuicao de probabilidade.

O célculo da entropia é dado por:

entropia(py, p2, ..., pn) = —p1logpr — pelogps... — pulogp, (4.1)

No processo de formacao da arvore de decisao, nem todos os nés folhas pre-
cisam ser puros; algumas vezes instancias idénticas tém classes diferentes. Isto
acontece porque, as vezes, existem instancias com classes diferentes, que os atribu-
tos nao conseguem separar em conjuntos disjuntos, a nao ser que haja uma super
especializacao.

As principais propriedades requeridas da medida de pureza sao: se o né é
puro, a medida é zero; quando a impureza é maximal (todas as classes sao igualmente
provaveis).

A entropia é a funcao que satisfaz todas as trés propriedades citadas acima.

Existe uma problematica com atributos, os quais possuem um grande niimero

de valores, um exemplo, o cédigo de identificacao de valores.
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Os subconjuntos sao mais provaveis para serem puros se hd um grande
nimero de valores. O ganho de informacao é influenciado em direcao a escolher
atributos com uma larga variedade de valores. Porém, esta escolha pode resultar
em uma super generalizacao, ou seja, a selecao de atributos que nao sao 6timos para
previsao.

A razao de ganho é uma modificacao de ganho de informacao, que reduz sua
parcialidade. A razao leva em conta o niimero e o tamanho de ramos quando escolhe
um atributo, e corrige o ganho de informacao por considerar a informacao intrinseca
de uma divisao.

A informacao intrinseca é a entropia de distribuicao de instancias dentro de
ramos. Um exemplo é a quantidade de informacao necessaria para saber se um ramo
pertence a uma determinada instancia.

A desvantagem da razao de ganho é a possibilidade de uma compensacao
muito alta, ou melhor, escolhe-se um atributo apenas porque sua informacao
intrinseca é muito baixa; ou somente considera-se atributos com um ganho de in-
formacao maior do que a média.

A tarefa de inducao é desenvolver uma regra de classificacao que determine a
classe de um objeto, através de seus atributos. Essencialmente, objetiva-se construir
uma arvore de decisao que classifique corretamente, nao somente os elementos do
conjunto de treinamento, mas, principalmente, objetos nao vistos.

Métodos de Arvores de Decisao podem obter classificadores precisos através
da comparagao de pequenos conjuntos de exemplos de treinamento [9, 48]. Além
disso, estes classificadores tém uma forma simples que pode ser armazenada e clas-
sificando eficientemente um novo dado.

Cada objeto no universo deste trabalho pertence a uma das classes a um
determinado conjunto, cada classe deste conjunto é mutuamente exclusiva e re-
presenta a classificacao da chuva, ocorrida no periodo chuvoso do ano seguinte.
A classe de uma quadra pertence ao conjunto C' = {seco,normal, chuvoso} ou
C; = {muito seco, seco, normal, chuvoso, muito chuvoso}, o qual foi obtido usando-
se a técnica de quantis [36]. O tipo do conjunto de classes depende da técnica usada
para obter as classes.

A base do processo de classificacdo em uma Arvore de Decisdo é a inducao.
Para realiza-la, precisa-se de um universo de objetos que sao descritos em termos

de uma colecao de atributos. Cada atributo mede alguma caracteristica importante
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de um objeto. No presente trabalho, os objetos sao periodos do ano, a tarefa de
classificacao envolve condigoes do tempo e os atributos serao descritos nos capitulo
subseqiientes.

Um exemplo bem-sucedido do C4.5 foi a classificacao de clientes encontrando

boas regras [49].

4.2 CART

4.2.1 Descricao

O Método CART (Classification and Regression Trees), proposto por
Breiman et al. [9], lida de forma elegante com dois problemas supracitados. Os
procedimentos de classificacao sao representados por estruturas chamadas de arvore
de decisao. CART ¢é um algoritmo que, a grosso modo, é executado em trés pas-
sos: construcao de uma arvore de complexidade maxima, poda radical da arvore e
estimativa da probabilidade de erro através de validagao cruzada.

Uma das vantagens do uso de arvores de decisao para aprendizagem sobre
métodos estatisticos é que: padroes induzidos podem ser baseados em um fenomeno
local, enquanto métodos estatisticos controlam somente condicoes pertencentes a
populacao inteira.

O uso de arvores binarias em probabilidade de regressao e classificagao, como
forma de ver os dados é bastante indicada, pois tem vantagem de ser uma ferramenta
flexivel nao-paramétrica, para analisar dados.

Um exemplo de classificacao é o da identificacao de pacientes cardiacos de
alto risco, baseado nos dados das 24h iniciais, usando-se 19 atributos. O problema
da Classificacao se constitui em: predizer a classe do caso analisado, baseado em
medigoes, ou seja, encontrar uma maneira sistematica de predizer a classe [9].

No exemplo citado, temos as seguintes classes: classe 1, paciente nao é de
alto risco, e, classe 2, paciente é de alto risco.

O classificador ou regra de classificacado é uma maneira sistematica de se
predizer a classe em que o caso se encontra, para qualquer problema.

Para representar formalmente os casos, com suas variaveis e a classe em que

se encontra, utiliza-se:

e Instancia: um vetor z de medidas (xy, z, ..., T,);
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e X é 0 espaco de medida multidimensional, onde Vz(x € x), cada varidvel é

uma dimensao e qualquer caso é um ponto no espaco Y;
e As classes estao contidas em C' =1, ..., .J;

e Um classificador ou uma regra de classificacao é uma funcao d(z) definida em

X, onde, para todo z, d(z) é uma das classes de 1, ..., J;

Um classificador também pode ser notado, se for definido A; como o subcon-
junto de x no qual d(x) = j, ou seja, A; = z|d(x) = j. Os conjuntos Ay, ..., A; sdo
disjuntos e x = U;A;. Logo, A; forma uma particao de x.

Outra definicao de classificador é uma particao de x dentro dos J subcon-
juntos disjuntos A, ..., A;, x = U;A;, tal que para todo z(Aj a classe predita j é J
[9].

Na construcao do classificador é utilizada a aprendizagem por exemplo. Isto
consiste de dados medidos observados no passado, junto com a respectiva classi-
ficacao.

Outro exemplo é que pacientes cardiacos com baixa pressao geralmente sao
de alto risco.

A amostra de aprendizagem consiste de dados (x1, j1), ..., (xn, jn) em n casos
onde xy € Y e gy € 1,...,J, comn = 1,..., N. A amostra de aprendizagem é

representada por:
L= (l‘lajl)a (EE) (‘TNa,]N)

Existem tipos gerais de varidveis: numeérica ou ordenada, se o valor é um
numero real, e, categérica: se o valor estd contido em conjunto finito nao tendo uma
ordem natural.

Se todos os vetores de medida xy tem a mesma dimensionalidade, entao os
dados tém uma estrutura padrao.

Com a anadlise da classificacao objetiva-se entender quais as variaveis ou in-
teracoes de variaveis dirigem o fendmeno, ou melhor, dar uma simples caracterizacao
de condicoes que determinam quando um objeto estd em uma classe ou em outra.

As caracteristicas dos conjuntos de dados adequados: grande volume de da-
dos, alta dimensionalidade, mistura de tipos de dados, e, estrutura de dados nao-
padronizadas.

O ntmero de parametros em M dimensdes bindria O(2M) e normal O(M?).

Porém, se todas as varidveis forem independentes o nimero de parametros ¢ O(M).
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Dada uma funcao d(z) definida em yx usando valores de C', denota-se R*(d)
a taxa de classificagdo errada. Para estimar R*(d) testa-se o classificador em casos
subseqiientes, os quais a classificacao correta tem sido observada.

Pode-se definir R*(d) também como a probabilidade que d classificard er-
roneamente um novo exemplo, ou R*(d) = P(d(x) # Y).

As estimativas de R* sao referidas como estimativas internas. Os tipos de

estimativas relevantes sao [9]:

e Resubstituicao: os casos que estao em [ sao utilizados para estimar R;

e Conjunto de teste: os casos sao divididos em dois conjuntos L; e Ly , L; para

construir d e L, para estimar R;

e Validacao cruzada ou V-fold cross validation: para V classificadores é cons-

truido usando um tamanho de amostra de aprendizagem de N(1 — ).

Supondo que (X,Y), X € x, Y € C, é um exemplo randémico de probabili-
dade de distribuicao P(A, J) em x x C. Temos que dB(X) é uma regra de “Bayes”

se para qualquer outro classificador d(X),
P(dB(X)#Y) < P(d(X)#Y)

A regra de “Bayes” é denominada de regra de probabilidade maxima.

Os procedimentos de classificacdo mais utilizados sao andlise de discrimi-
nante; estimativa de densidade de “Kernel”, e, o k-ésimo vizinho mais préximo.

Os classificadores estruturados em &arvores bindrias, sao construidos por
repetidas divisoes de subconjuntos de y, dentro de dois subconjuntos descendentes,
iniciando com o préprio x.

Os subconjuntos terminais (folhas) formam uma partigao de .

Cada subconjunto terminal é designado por uma classe. Pode haver mais de
um subconjunto terminal denominado pela mesma classe.

As divisoes sao formadas por condigoes nas condigoes de x = (x1, 23, ...). Por
exemplo, a divisao 1 de y dentro de x? e x® poderia ser da forma: x? = z;24 < 7,
o=y < T

Um n6 t é um subconjunto de x e o no raiz é sempre x.

Os elementos da construcao da drvore sao: a selecao de divisoes (splits), as
decisoes de quando declarar um né terminal ou continuar dividindo-o, e, a atribuicao

de cada né terminal para uma classe.
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Como utilizar o conjunto L de casos para determinar as divisoes de x dentro
de pedacos cada vez menores? A principal idéia é selecionar cada divisao do sub-
conjunto, até que os dados de cada um subconjunto descendente sejam mais puros
do que os dados no subconjunto pai.

No exemplo de aprendizagem L para a probabilidade da classe J, deixa NN;
ser o nimero de casos na classe .JJ. Freqiientemente as probabilidades anteriores 7(j)
sao levadas a ser as proporcgoes N

s N °

Os quatros elementos do procedimento de crescimento da arvore inicial sao

[9):

—_

. O conjunto sigma de questoes binarias da forma z € A7, A C X

2. A vantagem do critério de divisao ¢(s,t) que podem ser avaliados por qualquer

divisao s de qualquer né t;
3. A regra de parada de divisao;
4. A regra para a atribuicdo de um n¢ final para a classe.
O conjunto padronizado de questoes o é definido como segue:
1. Cada divisao depende do valor de somente uma variavel;

2. Para cada variavel ordenada X,,, o inclui todas as questoes da férmula: {E

X, < C?} para todo C' com dominio (—o0, 00);

3. Se X,, é categérica tomando os valores em by, bs, ..., by, entao oo inclui todas
as questoes da forma: EX,, € S? Como S limita todos os subconjuntos de
bl, bg, ceny bL-

A vantagem do critério de divisao foi originalmente derivada da funcao de
impureza. A regra de atribuicao de classe e estimativa de resubstitui¢cao. Suponha
que uma arvore t, tenha sido construida e tenha noés terminais (3.

A regra de atribuicao de classe atribui a classe j € 1,...,.J para todo né
terminal ¢t € 5. A classe atribuida para o né t € 5 é denotada por j(t).

A dificuldade mais significante foi que as arvores freqiientemente davam re-
sultados irreais. As estimativas da resubstituicao R(t) eram falsamente baixas e as

arvores maiores que a informagcao, na garantia de dados.
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A solucao satisfatoria veio somente depois da mudanca fundamental do foco.
Ao invés de tentar parar a divisao no conjunto certo de nds terminais, continuar
a divisao até que todos os noés terminais estejam muito pequenos, resultando em
uma arvore maior. Seletivamente a poda (recombinacao) desta drvore maior para
cima, dando uma diminuicao da seqiiéncia de subarvores. Entao usa-se a validacao
cruzada ou uma estimativa de uma amostra de teste

Uma divisao é selecionada, se reduz o nivel de impureza em relacao a outras
divisoes.

Uma regra usa o indice de Gini de diversidade como a medida de impureza
de ndg, isto é, a regra twoing: no né ¢ dividindo ¢ dentro de £, e tg, escolha a divisao

S que maximiza

(P plilte) - pliltn) 2

Outra deficiéncia nas arvores usando a estrutura padrao é que todas as di-
visoes sao em varidaveis simples. O programa de arvore padrao poderia dividir muitas
vezes na tentativa de aproximar o hiperplano, separado por retangulos.

Existem dois aspectos para problemas de valores perdidos: primeiro, alguns
casos em L podem ter alguns valores de medicao perdidos, segundo, pode-se querer
a arvore completa para predizer o nome da classe para o vetor de medidas, dos quais
os valores sao perdidos.

Uma das vantagens de aproximacao de arvore estruturada é ser um pro-
cedimento recursivo e interativo, que requer as especificacoes de somente poucos

elementos, os quais sao:

e Conjunto o de questoes;
e A regra de selecao da melhor divisao em qualquer né;

e O critério para escolha de arvore de tamanho certo;

O uso da resubstituicao resultou em arvores muito grandes. A resubstituicao
é representada por R(T) e no caso de né terminal com um caso R(T') = 0.

Se o tempo computacional fosse ilimitado, entao, a divisao continuaria até
todo no terminal conter somente um né. Como nao é possivel, a solucao é usar

um método para crescimento de T},,,: estabelecer N,,;, e cada né terminal. O né6
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terminal pode ser um né puro ou satisfazer N(¢) < Ny, ou conter vetores idénticos
[9].

Se 0 n6 t' é descendente do né mais alto ¢ entdo ¢ é antecessor de t'.

Considere o ramo T}, sendo oné t € T', o qual é a raiz da arvore T' e todos os
outros nos sao descendentes do né t. Para podar ramo 7} : exclui-se de 1" e todos
descendentes.

A medida do custo-complexidade se di por: Ra(t) como Ra(t) = R(t) +
«|B]5, nimero de nés terminais. Sendo « > 0, parametro de complexidade.

A melhor subédrvore a ser podada é a que apresente um menor R'(T}).

Quando o conjunto de exemplos nao é muito grande, a validagao cruzada é a
melhor estimativa para analisar a aprendizagem do algoritmo.

Um pseudocddigo para a validagao cruzada ou “V-fold cross validation” esté

representado no Algoritmo 2.

Algoritmo 2 Pseudo-codigo do processo de Validagao Cruzada.

Pseudocédigo: VALIDAGAO CRUZADA
inicio
Dividir o conjunto de exemplos em subconjuntos v, com 0 mesmo nimero de casos

Treinar o método com um certo conjunto v; e testar com v;, sendo j # ¢

Gk WD

fim

A divisao em novos ramos naturalmente reduz mais a estimativa de erro do
que resubstituicao.

O critério de divisao é deficiente, pois pode reduzir a taxa de classificacao
errada, com um erro de super generalizagao ( “overfitting”).

Se existem apenas duas classes para a previsao, o problema da divisao é
solucionada utilizando-se a funcao impureza do né, ou seja, a taxa de classificacao
errada do né.

No caso de mais de duas classes para a previsao, utiliza-se o critério de Gini
e o de Twoing para escolher a divisao.

O indice de Gini representa o niimero de categorias que podem ser guardadas.

No critério de Twoing, as seguintes caracteristicas sao requeridas: um pe-

queno nuimero de classes, uma superclasse fixada e que as variaveis sejam categéricas.
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A melhor superclasse é escolhida.

Outra dificuldade que existe em um problema do mundo real é a existéncia de
diferentes estruturas de dados. Algumas das solugoes usadas no CART sao dividir
as variaveis em combinacoes de varidveis usando: combinacao linear, combinagoes
booleanas e combinacoes “ad hoc” por exame dos dados.

Para manipular dados perdidos sao verificadas particoes substitutas e suas
medigoes. Para isto é feito um “ranking” da importancia de varidveis e uma deteccao
de mascaramento. O propoésitos do algoritmo com os dados perdidos é fazer o uso
maximo dos casos de dados e construir uma arvore que classifique qualquer caso,
mesmo havendo perda.

O “ranking” de variaveis ¢é feito da seguinte forma: se a melhor divisao do n6
t, no caso nao variavel, estd em X,,,, e se X, tem sido mascarado em ¢, isto é, se
X, pode gerar uma divisao similar S X m; , mas, nao completamente bom, entao
em ¢t , serd muito grande.

Nas arvores de regressao ou “least squares regression” existe a construcao de
um preditor d(z). Este preditor tem a fungao de predizer a varidvel responsavel pela
classificacao e ajudar no entendimento do relacionamento das variaveis.

Os requisitos para um preditor sao: a maneira de selecionar divisoes, a regra
para né6 terminal e a regra para a saida y(¢) para né terminal.

Nas arvores de regressao existem dificuldades na poda, devido ao tamanho
da arvore e das estimativas muito otimistas. A poda nas arvores de regressao tem
como caracteristica podar somente dois nés terminais por vez.

Na regras de “Bayes” R(d) é o risco da perda esperada usando d(x) e o seu
objetivo é minimizar R(d), o que diminui o risco. A fun¢ao parti¢do na regra de
“Bayes”: associa cada caso a um né terminal.

A regra de divisao para redugao de Risco calcula reducao de risco de pares ¢
e t' e divide, se houver reducao de risco.

Definicao: arvore consiste de um conjunto finito nao vazio T de inteiros
positivos e duas funcoes esquerda(.) e direita(.) de ¢ para T0.

Uma arvore possui um conjunto finito de subarvores e para ser “6tima” mi-
nimiza R(T) [9].

O pseudocédigo de algoritmo de poda étimo segue no Algoritmo 3.

O pseudocodigo para construcao de uma arvore de aprendizagem esta repre-

sentado no Algoritmo 4.
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Algoritmo 3 Pseudo-cédigo do Algoritmo de Poda.

Pseudocédigo: ALGORITMO DE PobDa
inicio
Para todos os casos, calcular comparadores
Repita até N(1) =1
fim

Bl S

Algoritmo 4 Pseudo-cédigo do construcao de uma arvore de aprendizagem.

© XN oW

10.

Pseudocédigo: CONSTRUGAO DE UMA ARVORE DE APRENDIZAGEM

inicio

fim

Particionar o conjunto de dados em V' subconjuntos

Particionar um subconjunto v; de treinamento com a regra de “Bayes” estimada
Escolher a poda 6tima

Testar a drvore com o conjunto v; de exemplos de teste

Fazer validacao cruzada repetindo os passos anteriores para o restante

dos subconjuntos

Selecionar a melhor arvore construida
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As principais vantagens da classificacao através de arvores de decisao sao:
eficiéncia em tempo de processamento e ser um método intuitivo de analisar os
resultados.

As principais desvantagens estao na dificuldade de manipulacao de dados
perdidos e na super generalizagao ( “overfitting”).

O método CART ¢é muito empregado, em estudos comparativos. CART apa-
rece como um dos melhores métodos de construcao de arvores de decisao, como por
exemplo em ([9]; J. Mingers, 1987; J. Mingers, 1989). Muitos autores propuseram
modificagdes no método CART no processo de selegao da divisao de um né (Loh e
Vanichsetakul, 1988; Chou, 1991), e no processo de validagao cruzada (Crawford,
1990). Entretanto, ainda ¢ dificil superar os resultados do CART [46].

A técnica foi usada com sucesso para predizer a qualidade do vinho, de acordo
com caracteristicas da terra [50]. Outra aplicacdo bem sucedida é a previsao de
entonacao de frases de um texto para reconhecimento e sintese de voz. A taxa
de sucesso foi de mais de 90%, representando o melhor resultado sobre as outras

tentativas de previsao de texto sem restrigdes [51].

4.3 Redes Neurais

Redes Neurais ou Conexionismo ou Sistemas de Processamento Paralelo e
Distribuido objetivam investigar a possibilidade de simulacao de comportamentos
inteligentes, através de modelos baseados no funcionamento e nas estruturas neurais
bioldgicas. Em 1943, foi desenvolvido o primeiro trabalho na &rea com Warren Mc-
Culloch e Walter Pitts, que concentrou-se principalmente em descrever um modelo
artificial de neuronio e de apresentar suas capacidades computacionais. Depois deste
trabalho, Donald Hebb em 1949, mostrou como a plasticidade da aprendizagem ¢
obtida, através da variacao dos pesos de entrada dos nés e propos uma teoria que
explica o aprendizado em nds bioldgicos, o qual se baseia no reforco das ligacoes
sindpticas entre nds excitados. A Regra de Hebb, denominagao do trabalho de
Donald Hebb, vem sendo utilizada por vérios algoritmos de aprendizado. Depois
disso, Widrow e Hoff sugeriram uma regra de aprendizagem, a regra Delta ou regra
Widrow-Hoff, baseada no método do gradiente para minimizacao do erro na saida
de um neurénio, com resposta linear [52].

Frank Rosemblatt demonstrou com um modelo novo chamado “perceptron”,

que, se fossem acrescidas de sinapses ajustaveis, as Redes Neurais poderiam ser
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treinadas para classificar certos tipos de padroes. O autor descreveu uma topologia
de rede, estruturas de ligacoes entre os nds e um algoritmo para treinar a rede. O
“perceptron” mais simples de Rosemblatt é composto de trés camadas: a primeira
recebe as entradas do exterior e possui conexoes fixas; a segunda recebe impulsos
da primeira camada através de conexoes, cujo peso é ajustavel e, por sua vez, envia
saidas para a terceira camada. Inicialmente, no modelo de Rosemblatt, a rede é
aleatoria, mas, pelo ajuste gradual dos pesos o “perceptron” é treinado para fornecer
saidas de acordo com os dados de treinamento [52].

Em 1969, Minsky e Papert descobriram algumas desvantagens do “percep-
tron”, por exemplo, que nao consegue detectar paridade, simetria e conectividade,
em problemas que sao linearmente separaveis [52].

Em 1986, Rumehart et al mostraram que a visao de Minsky e Papert sobre
o “perceptron” era pessimista, pois, Redes Neurais com multiplas camadas sao, sem
duvida, capazes de resolver problemas que sao dificeis de aprender. Porém, sé a
partir de meados da década de 80 é que houve uma explosao de interesse por Redes
Neurais pela comunidade cientifica internacional [52].

Um dos atrativos da solucao de problemas através de Redes Neurais é a pos-
sibilidade de um desempenho superior ao dos modelos convencionais, pela forma de
representacao interna da solucao dos problemas e pelo paralelismo natural inerente
a sua arquitetura [53].

Nesta técnica, o procedimento usual na solucao de problemas passa, inicial-
mente, por uma fase de aprendizagem. Um conjunto de exemplos é apresentado
pela rede, a qual extrai as caracteristicas necessarias para representar a informacgao

fornecida.

4.3.1 Descricao

Uma rede neural é um grafo dirigido consistindo de nds com interconexao
sindptica e ligagoes ( “links”) de ativagao, o qual é caracterizado por quatro pro-
priedades [54]:

1. Cada neuronio é representado por um conjunto de ligacoes sindpticas linear,
um limiar aplicado externamente, e uma ligacao de ativacao nao-linear.O li-
miar é representado por uma ligacao sinaptica com um sinal de entrada fixado

no valor de -1.
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Figura 4.2: Exemplo de um neur6nio de uma rede neural.

2. As ligacgoes sinapticas de um neuronio modificam seus respectivos sinais de

entrada.

3. A soma dos pesos dos sinais de entrada define o nivel de atividade interna do

neuronio em questao.

4. A ligacao de ativacao divide o nivel de atividade interna do neur6nio, para

produzir uma saida, que representa a variavel de estado do neurdnio.

Uma rede neural pode possuir um sistema dinamico, no qual a saida de um
elemento no sistema, influencia em parte a entrada aplicada para este elemento
particular. Isto denomina-se retroalimentacao ou “feedback”. Um exemplo deste
tipo de sistema, podemos ver na figura 4.2 [54]:

Em uma rede neural é dito existir um sistema dinamico, se uma saida de
um elemento no sistema, influencia em parte a entrada aplicada para este elemento
particular. Isto denomina-se retroalimentacao ou “feedback”. Um exemplo deste
tipo de sistema, podemos ver na figura 4.2 :

Redes Neurais [53] sdo sistemas paralelos distribuidos compostos por
unidades, denominadas neurdnios artificiais, que computam determinadas fungoes
matematicas, geralmente nao lineares.

Os neuronios artificiais estao dispostos em uma ou mais camadas e interli-

gados por um grande ntiimero de conexoes, geralmente unidirecionais. Na maioria
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dos modelos, estas conexoes estao associadas a pesos. Elas armazenam o conheci-
mento representado no modelo e servem para ponderar a entrada recebida por cada
neuronio da rede. Esta forma de computacao nao algoritmica é caracterizada por
sistemas que, em um certo nivel de abstracao, relembram a estrutura do cérebro
humano.

A estrutura do neuronio artificial proposto por McCulloch e Pitts - modelo
MCP - é baseada no neurdnio biolégico. Um neuro6nio bioldgico, de maneira resumi-
da, é formado por um corpo celular que contém o nucleo da célula, varios dendritos
(através dos quais impulsos elétricos sao recebidos) e um axonio (através do qual
impulsos elétricos sdo enviados). A propagacao de um impulso elétrico ao longo de
um Dendrite ou de um axonio, se da através da alteracao da concentracao dos ions
K~ e Na™ em ambos os lados da membrana. As interligacoes entre neuronios sao
efetuadas através de sinapses, pontos de contatos entre dendrites e axonios, contro-
lados por impulsos elétricos e reacoes quimicas. O efeito das sinapses é variavel, e é
esta variavel que da ao neuronio a capacidade de adaptagao. Um neuronio biolégico
dispara, quando a soma de impulsos que recebe ultrapassa o seu limiar de excitacao
[52].

A ativacao do neuronio artificial de McCulloch e Pitts ou modelo MCP é
obtida aplicando-se uma funcao de ativacao, que ativa a saida ou nao, dependendo
do valor da soma ponderada das entradas. Na descri¢ao original do modelo MCP, a

funcao de ativacao é dada pela seguinte funcao de limiar:

n
=1

sendo n o numero de entradas do neuronio, w; o peso associado a entrada z;, e 6 o
limiar do neuronio. As principais limitagoes deste modelo sao: sua natureza bindria,
ou seja, em redes com camada tnica, somente implementam funcgoes linearmente
separaveis; os pesos sao fixos; e existem pesos negativos, os quais sao mais adequados
a representar disparos inibidores [54].

A partir do modelo citado, foram derivados varios outros modelos. O modelo

geral mais utilizado generaliza o MCP nos seguintes aspectos [54]:

e O nivel de ativagao é definido como uma funcao qualquer g das atividades dos

neuronios da rede: o; = g(z1, .., T,).

e A funcao de ativacao F, que determina a atividade de um neuronio pode ser
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uma funcao limitada qualquer. Sendo interessante que F nao seja linear, para

evitar as restri¢coes do modelo binario MCP.

e Foi introduzido um valor de polarizacao 6§ € R, de modo que a atividade de

um neurénio é calculada por z; = F(o; + 0).

Em geral, as redes neurais artificiais sao organizadas em camadas. Estas
camadas sao denominadas: camada de entrada, camada de saida e camadas internas.

Do ponto de vista funcional, uma rede pode ser homogeénea, se todos os
neuronios se comportarem da mesma forma, ou heterogenea, caso contrario.

A maneira na qual os neurénios de uma rede neural sao estruturados é intima-
mente ligado com o algoritmo de aprendizagem, usado para treinar a rede. Podendo-
se portanto, falar que algoritmos (regras) de aprendizagem usados na construgao de
uma Rede Neural, sao estruturados.

Basicamente, pode-se identificar quatro classes de arquitetura para redes neu-

rais, sao elas [54]:

1. Redes com retroalimentacao de camada unica ou “Single-Layer feedforward
networks”: nesta rede tem-se uma camada de nés de entrada que se projeta

dentro de uma camada de saida de neuronios, mas, nao vice-versa;

2. Redes com retroalimentacao de multicamada ou “MultiLayer feedforward net-
works”: esta classe diferencia-se da anterior pela presenca de uma ou mais
camadas escondidas, nas quais os nés presentes sao denominados neuronios
escondidos ou unidades escondidas, cuja funcao é intervir entre a entrada ex-
terna e a saida da rede. Com isto, a rede adquire uma perspectiva global em
relacao a conectividade local, devido ao conjunto extra de conexoes sindpticas

e a dimensao extra de interagoes neurais;

3. Redes recorrentes: a caracteristica principal desta classe é possuir pelo menos
um ciclo de retroalimentacao ou “feedback loop”. Em outras palavras, uma
rede recorrente pode consistir de uma simples camada neuronal, com cada
neurdnio alimentando seu sinal de saida para as entradas de todos os outros

neuronios.

4. BEstruturas “Lattice”: uma “lattice” constitui-se de um vetor de uma ou mais

dimensoes de neuronios, com um conjunto correspondente de nés de origem
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que fornecem sinais de entrada para o vetor; a dimensao de uma “lattice”

refere-se ao nimero de dimensoes de espaco no qual o grafo possui.

A definicao da arquitetura de uma Rede Neural é um parametro muito im-
portante na sua concepcao, por restringir o tipo de problema que pode ser tratado
pela rede. Por exemplo, redes com uma camada tinica de nés MCP, s6 conseguem
resolver problemas linearmente separaveis. A arquitetura é definida, de um modo
geral, pelos seguintes parametros: o numero de nés em cada camada, o nimero de
camadas, o tipo de conexao entre os nés e a topologia da rede.

Quanto ao numero de camadas, pode-se ter: redes com uma unica camada,
nas quais, existe somente um no entre qualquer entrada e qualquer saida da rede;
ou, redes com muiltiplas camadas, nas quais existem mais de um neurénio entre uma
entrada e uma saida.

Quanto ao tipo de conexdes de uma rede, tem-se os tipos: “feedforward” ou
aciclica ou alimentacao para a frente, na qual a saida de um neuronio na i-ésima
camada da rede, nao pode ser usada como entrada de nés em camadas de indice
menor ou igual a i, e, “feedback” ou ciclica, na qual a saida de algum neuroénio é
utilizada como entrada de nodos, em camadas de indice menor ou igual a 1.

Quanto a conectividade, uma rede pode ser: fracamente (parcialmente) ou
completamente conectada.

Na fase de aprendizagem, na qual a rede extrai informacoes relevantes de
padroes de informacao apresentados pela mesma, criando desta forma uma repre-
sentacao prépria para o problema. Esta etapa consiste em um processo iterativo de
ajuste de parametros da rede, como por exemplo, o ajuste dos pesos das conexoes en-
tre as unidades de processamento que, ao final do processo, guardam o conhecimento
que a rede adquiriu do ambiente em que esta operando.

Aprendizagem em Redes Neurais [53], de uma forma mais geral, é o processo
pelo qual os parametros de uma rede sao ajustados, através de uma forma continuada,
de estimulo pelo ambiente no qual a rede estd operando, sendo o tipo especifico de
aprendizagem realizada definido, pela maneira particular como ocorrem os ajustes
realizados nos parametros.

Existem diversos métodos desenvolvidos para o treinamento de Redes Neu-
rais, pode-se agrupa-los em dois paradigmas principais: Aprendizado Supervisionado

e Aprendizado nao Supervisionado [52].
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O Supervisionado é o tipo de treinamento mais comumente usado para neu-
ronios com peso ou sem peso, e é denominado Aprendizado Supervisionado porque
a entrada e a saida desejadas pela rede, sao fornecidas por um supervisor externo,
ou seja, existe a disponibilidade de um conjunto de treinamento composto por pares
de vetores de entrada e de saida, chamados pares de treinamento. O objetivo é
ajustar os parametros da rede, de forma a encontrar uma ligacao entre os pares de
entrada e os pares de saida. No treinamento, compara-se a resposta desejada com a
resposta calculada a cada padrao de entrada submetido a rede, e ajusta-se os pesos
das conexoes para minimizar o erro entre as respostas. A soma dos erros quadraticos
de todas as saidas é normalmente utilizada como medida de desempenho da rede
e também como funcao de custo a ser minimizada pelo algoritmo de treinamento.
A desvantagem deste método é que na auséncia do professor, novas estratégias nao
poderao ser aprendidas, para situacoes nao cobertas pelos exemplos de treinamento.
Os exemplos de algoritmo supervisionado mais comuns sao regra delta e o algoritmo
“backpropagation” [53].

No Aprendizado Nao-supervisionado, nao existe um supervisor no acompa-
nhamento do processo de aprendizagem, como o proprio nome sugere. Nestes al-
goritmos, somente padroes de entrada sao apresentados para a rede, entao, a rede
estabelece uma harmonia com as regularidades estatisticas da entrada de dados,
desenvolvendo-se na rede uma habilidade de formar representacoes internas, para
codificar caracteristicas da entrada e criar novas classes ou grupos, automatica-
mente. Este aprendizado requer redundancia de dados para se tornar possivel, ou
seja, sem redundancia nao é possivel que quaisquer caracteristicas ou padroes sejam
encontrados. Outra caracteristica deste aprendizado, é que a estrutura do sistema
pode ter uma variedade de formas diferentes, como, por exemplo, pode consistir de
uma camada de saida, conexoes “feed-forward”, com miultiplas camadas da entrada
para a saida e conexdes laterais entre os neuronios da camada de saida [53].

Redes neurais tem sido aplicadas com sucesso em diversas areas. Entre as
aplicagoes bem-sucedidas pode-se citar: aprendizagem de prontincia de textos em
inglés (Sejnowski e Rosemberg, 1987), reconhecimento de voz (Cohen et al. 1993;
Renals et al 1992), reconhecimento de caracteres ticos (Guyon, 1990), identificacao
de sistemas (Narendra e Parthasarathy, 1990), classificagao e deteccao de alvos em
radares (Haykin e Bhattacharya, 1992; Haykin e Deng, 1991; Orlando et al., 1990);

diagndstico médico de ataques do coracao (Baxt, 1993; Harrison et al., 1991) e
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modelagem do controle do movimento dos olhos (Robinson, 1992) [54].

Este método é empregado também com sucesso na previsao da alta freqiiéncia
da taxa de cambio de ddlares americanos e délares canadenses, no Banco do Canada.
Neste caso, redes neurais executam melhor do que outros modelos em termos de
percentagem de previsoes corretas de mudangas da taxa de cdmbio [55].

Outros exemplos bem-sucedidos sao aplicagoes em processamento de sinal
[56].

4.4 “Naive Bayes”

Em Aprendizagem Automatica, existe o interesse de se determinar a melhor
hipotese de algum espaco de descricao H, considerando o conjunto de treinamento
D. Uma maneira de se encontrar a melhor hipdétese é escolher a hipdtese mais
provavel dentro de um conjunto de hipéteses. Tendo-se para isto, dados iniciais D
e conhecimento prévio sobre probabilidade anterior de varias hipoteses em H. O
teorema de “Bayes” provém de um método direto para calcular tais probabilidades
[57].

Usando-se o teorema de “Bayes”, calcula-se a probabilidade de uma hipotese
baseada na sua probabilidade anterior. Denomina-se P(h) a probabilidade anterior
de h. Se nao houver conhecimento anterior, determina-se a mesma probabilidade
anterior para cada hipdtese candidata. Similarmente, escreve-se P(D) para denomi-
nar a probabilidade anterior dos dados D, que serao observados. Para representar
a probabilidade de x dado y utiliza-se P(z|y). P(h|D) é chamado de probabilidade
posterior de h, a probabilidade reflete a influéncia dos dados de treinamento D, em
contraste com a probabilidade anterior P(h), que é independente de D.

O teorema de “Bayes” calcula a probabilidade posterior P(h|D), da seguinte

forma:

Dih)P(h)

piD) = 2L o (4.2)

Em muitos cendrios, o sistema de aprendizagem considera algumas hipdteses
candidatas H e tenta encontrar a hipotese mais provavel h € H considerando o
dado observado D (ou no minimo a hipdtese que apresenta a maior probabilidade
se existir vdrias). Qualquer uma das hip6teses maximalmente provaveis é chamada

hipdtese maxima a posteriori (MAP). As hipdteses MAPs podem ser determinadas
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através do teorema de “Bayes”, para calcular a probabilidade posterior de cada
hipétese candidata [47].

O teorema de “Bayes” fornece uma maneira para calcular a probabilidade
posterior de cada hipétese dos dados de treinamento. Por isso, o teorema pode ser
a base para um algoritmo de aprendizagem, que calcula a probabilidade para cada
hipétese possivel, tendo como resultado a hipétese mais provével [47].

Assume-se que o algoritmo considera um espaco finito de hipéteses definida
sobre o espaco de instancia. Sua tarefa é aprender conceitos ¢, com ¢ : X —
0,1. Assume-se também que é dado uma seqiiéncia de exemplos de treinamento
xy1,dy, ..., Tp,d,, onde x; é alguma instancia de X e onde d; é o valor objetivo de
x;. A seqiiéncia de instancias x1, ..., x,, ¢ considerada fixa para simplificar, entao os
dados de treinamento D podem ser como uma seqiiéncia D = dy, ..., d,,.

O pseudocoédigo de aprendizagem MAP usando forca bruta segue no Algo-

ritmo 5.

Algoritmo 5 Pseudo-codigo de Bayes.

Pseudocdédigo: BAYES
inicio

Para cada hipétese h em H, calcular a probabilidade posterior

hmap com a probabilidade posterior mais alta.

1
2
3
4. Dentro do conjunto de probabilidades calculadas, escolher a hip6tese
)
6 hayrap =nem argmazP(h|D)

7

fim

Dependendo do niimero de instancias, este algoritmo pode requerer signifi-
cante computacao, porque aplica o teorema de “Bayes” para cada hipotese em H
para calcular P(h|D). Portanto, em grandes espacos de hipdteses, sua performance

pode ser comprometida.

4.4.1 Descricao

Como j4 foi dito, a aprendizagem de classificacao calcula a probabilidade da
classe, dada uma instancia. O valor da classe dada uma instancia é denominada

evento H e uma instancia também é denominada evidéncia FE.
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Em “Naive Bayes” assume-se que a evidéncia tem a capacidade de ser divi-

dida dentro de partes independentes, por exemplo, atributos de instancia.

Pr[Ey|H] x Pr|Ey|H] x ... x Pr|E,|H] x Pr|H]

Pr[H|E] = BrE

(4.3)

Neste método, existe a possibilidade de um determinado valor de um atri-
buto, nao acontecer em nenhum caso de um valor de uma classe. Neste caso, a
probabilidade anterior e a probabilidade posterior serao zero, porém, se o calculo
destas probabilidades é feito através de contadores, é adicionado 1 ao contador para
toda combinacao classe-valor.

O resultado da solucao acima é que as probabilidades nunca serao 0. Além
disso, ocorre uma estabilizacao das estimativas de probabilidade.

Em alguns casos, adicionar uma constante diferente de 1 poderia ser mais
apropriado. Os pesos nao necessitam ser iguais. A instancia nao é incluida no
contador de freqiiéncia para combinacao de classe-valor.

Assume-se nesta técnica que os atributos tém uma distribuicao de probabili-
dade gaussiana ou normal, que todos tém a mesma importancia e todos os atributos
sao independentes. Com isto, esta técnica permite que todos os atributos contribuam
de um modo uniforme.

A funcao de densidade de probabilidade para a distribui¢ao normal é definida
por dois parametros.

A média de exemplo ¢ é dada por:

¢ = % > . (4.4)
i=1

O desvio padrao ¢ é calculado por:

o=\ S o) (4.5

n—14%
=1

Ja a fungao de densidade é definida por [58]:

f(z) = ! 67@27074‘3)2. (4.6)

2o
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Em “Naive Bayes”, os valores perdidos durante o treinamento nao sao in-
cluidos no célculo da média e do desvio padrao.
Calcula-se o relacionamento entre probabilidade e densidade, da seguinte

forma:

Pr[—§]<x<Prc+§:e*f(c) (4.7)

Isso nao muda o calculo de probabilidades posteriores porque € cancela.
Em um problema de classificagdo de uma nova instancia (a, as, ..., a,) den-
tro de um nimero finito de categorias de um conjunto V', a abordagem bayesiana

determina a categoria Vj;4p mais provavel dada a instancia (aq,as, ..., a,).

Vieap = argeeymazPlvlay,as, ..., ay)

Pla1,a2,...,a5 [v]. P[v]
Pla1,a2,...,an]

Vieap = argyevmazPlay,ay, ..., a,|v].P[v]

Vieap = argyevmaz

Uma vantagem da técnica de “Naive Bayes” é que trabalha surpreenden-
temente bem, mesmo se a suposicao de independéncia é claramente violada. Isto
se explica por nao requerer estimativas de probabilidade precisas, tanto quanto a
probabilidade maxima ¢é determinada para a classe correta.

E valido considerar que adicionar varios atributos redundantes causarao pro-
blemas e que muitos atributos numéricos nao sao normalmente distribuidos.

O método “Naive Bayes” usa o método padrao “dividir para conquistar”,
para tratar toda possivel combinacao de valores de um atributo como classes sepa-
radas.

Neste método, dois problemas devem ser citados: a complexidade computa-
cional e o nimero resultante de regras, as quais poderiam ser podadas utilizando
algum critério, como por exemplo, o critério de definicao da confianca.

As principais vantagens dos classificadores bayesianos sao a ineréncia a ruidos
e a boa base estatistica, o que garante uma performance relativamente boa em
dominios que envolvam muitos atributos irrelevantes.

A literatura experimental é consistente com estas vantagens e nos testes os
pesquisadores relatam que o classificador “Naive Bayes” possui uma alta exatidao
em muitos dominios naturais. Por exemplo, Cestnik, Kononenko e Bratko (1987)
encontraram que os classificadores bayesianos executaram melhor do que técnicas

mais sofisticadas. Langley et al. (1992) obteve que “Naive Bayes” executou melhor
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do que um algoritmo com inducao em arvores de decisao em quatro de cinco dominios
naturais.
“Naive Bayes” obteve sucesso na deteccao de mascaradores usando seqiiéncia

de comandos “Uniz” [59].

4.5 Uma Regra (“One Rule” ou 1R)

4.5.1 Descricao

“One Rule” ou 1R é um classificador simples que extrai um conjunto de
regras baseada em um simples atributo, introduzido por [26].

O processo de aprendizagem usado por 1R testa regras associadas a um unico
atributo, classifica-as de acordo com a freqiiéncia nos dados de treinamento, avalia
a taxa de erro para cada atributo e escolhe a regra de melhor precisao. 1R ma-
nipula os valores desconhecidos tratando-os como um valor legitimo. Todos atri-
butos numéricos sao tratados como valores continuos e sao discretizados, ou seja,
os valores-limite de um atributo sao divididos dentro de varios intervalos disjuntos.
Porém, o procedimento de discretizacao é sensivel a ruido. Por exemplo, uma tinica
instancia com uma classe incorreta resultara muito provavelmente em um intervalo
separado.

Uma solucao simples para o problema de discretizacao é forcar um nimero
minimo de instancias na classe majoritdria por intervalo. O numero minimo de
instancias mais utilizado é 6 (seis) instancias por intervalo. Este nimero foi encon-
trado empiricamente por alguns pesquisadores.

“One Rule” tem uma boa performance em muitos casos, porque, geralmente,
em bancos de dados do mundo real, as estruturas nos dados sao muito rudimentares
e, assim, apenas um atributo é suficiente para classificar uma instancia.

O objetivo final do algoritmo é encontrar uma regra para um atributo em
particular que maximize a aprendizagem no conjunto de treinamento.

1R conta quao freqiientemente cada classe aparece para cada atributo, en-
contra a classe mais freqliente para cada um, constroéi a regra que determina a classe
para o seu valor, calcula a taxa de erro das regras, e escolhe a regra com a menor
taxa de erro.

Em outras palavras, para alcancar o resultado final, “One Rule” calcula o

nimero de instancias que cada atributo classifica, discretiza valores numéricos, cal-
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cula a precisao de cada regra, escolhe a regra mais precisa para cada um e, finalmente,
escolhe a melhor regra dentre as regras encontradas. Um pseudocodigo mostrando
todas as caracteristicas do algoritmo 7R é mostrado no Algoritmo 6.

Uma aplicagao bem-sucedida de “One Rule” é a previsao de terremotos [60].

4.6 Maquina de Vetores Suporte (MVS - “Sup-
port Vector Machine”)

4.6.1 Descricao

Maquina de Vetores Suporte ou MVS [61] é um tipo de algoritmo de apren-
dizagem, originalmente introduzidos por Vapnik e colaboradores, e sucessivamente
estendido por um niimero de outros pesquisadores. Sua notavel performance robusta
com respeito a dados esparsos e ruidosos é fazer deles um sistema de escolhas em
varias aplicacoes, desde categorizacao de texto as classificacoes na area bioldgica.

MVS é um sistema para treinar eficientemente maquinas de aprendizagem
linear em espacos de caracteristicas induzidos no nicleo. MVS é uma eficiente
maneira de aprender usando bons hiperplanos de separacao em vastos espacos di-
mensionais.

Na aprendizagem linear, classificacao binaria é freqiientemente executada por
usar uma func¢ao real valorada f : X C R" — R da seguinte maneira: a entrada
x = (x1,...,2,)" é determinado para a classe positivo, se f(x) > 0, e caso contrario
para a classe negativa. Considerando-se o caso onde f(x) é uma funcao linear de

r € X, portanto, pode-se representar como:

flz) = (wxz)+b
= > wai+b

, onde (w,b) € RN™ x RN sdo os parametros que controlam a funcao e a regra de
decisdo é dada por sgn(f(z)). A interpretacdo geométrica desse tipo de hipGtese é
que o espaco de entrada X, é dividido em duas partes pelo hiperplano definido pela
equagao (w.x)+b = 0. Um hiperplano é um subespago de dimensao n— 1 que divide
o espaco em dois espacos que correspondem as entradas de duas classes distintas.

Definicao. Usa-se X para denominar o espaco de entrada e Y para denomi-
nar o dominio de saida. Usualmente tem-se X C R", enquanto para a classificacao
bindria Y = —1,1, para classificacao de m classes Y = 1,2, ..., m e para regressao

Y C R. O conjunto treinamento é uma colecao de exemplos de treinamento, que
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Algoritmo 6 Algoritmo do 1R.

1. Algoritmo: 1R

2. Entrada: L

3.  inicio

4. Selecionar um atributo para né raiz

5. No conjunto de treinamento, contar o nimero de exemplos na classe C,

6. sendo V' o valor do atributo A. Armazenar esta informagido em uma matriz de
7. 3 dimensdes: M[C,V, A].

8. Assumir que a classe “default” é a classe que possui mais exemplos no

9. conjunto treinamento. A precisdo da classe “default” é dada por:

10. P= %, onde N é o numero de exemplos da classe default

11. e T é o numero total de exemplos.

12. Para cada atributo numérico A, criar uma versao nominal de A por definir

13. um numero finito de intervalos de valores. Estes intervalos se tornam valores
14. de uma versdo nominal de A. Por exemplo, se os valores numéricos de A séo
15. particionados dentro de 3 intervalos, a versdo nominal de A terd 3 valores:
16. intervalol, intervalo2 e intervalo3

17. M[C, “intervalol”, A] = 31" | M(C,V, A), onde V € intervalol

18. Defini¢ao:

19. Classe C é 6tima para o atributo A, valor V', se maximiza

20. M(C,V, A).Classe C é 6tima para o atributo A, intervalol,

21. se maximiza M (C, “intervalol”, A).

22. Para cada atributo A, usar a versdo nominal dos atributos numéricos.

23. Construir uma hipétese envolvendo o atributo A por selecionar, para cada valor
24. V de A (também para valores ndo-conhecidos), uma classe 6tima para V. Se
25. varias classes 6timas forem encontradas para um certo valor V', escolher

26. randomicamente.

27. Adicionar a hipdtese construida para um conjunto chamado H. Este conjunto
28. conterd uma hipétese para cada atributo.

Y
©

fim
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sao também chamados dados de treinamento, pode-se representar como:

§ = ((z1,41), -, (6, 90)) (X x Y)f (4.8)

onde ¢ é o niimero de exemplos, x; representa um exemplo e y; a classe do exemplo
[62].

Representacoes de niicleo projetam os dados de entrada dentro de um espaco
de caracteristica, ou seja, mapeiam os dados em outro espaco o que pode represen-
tar uma simplificacao na tarefa de aprendizagem. Nessa projecao, para aprender
relacoes nao lineares com uma magquina linear é necessario aplicar um mapeamento
fixo nao-linear dos dados para o espaco de caracteristica, ou seja, selecionar um
conjunto de caracteristicas nao lineares e reescrever os dados na nova representacao.

O conjunto de hipéteses serao fungoes do tipo

flz) = sz@(x) + 0,

onde ¢ : X — F' é um mapa nao-linear do espaco de entrada para algum espaco de
caracteristica. Baseado nisso, maquinas nao lineares podem ser construidas em dois
passos: primeiro, um mapeamento nao-linear fixo transforma os dados dentro de um
espaco de caracteristica F' e, depois, uma maquina linear é usada para classificar
esses dados no espaco de caracteristica.

A hipétese pode ser expressa como uma combinacao linear de pontos de
treinamento, entao a regra de decisao pode ser avaliada usando apenas produtos

internos entre o ponto de teste e os pontos de treinamento:

f(x) = Zazyz<¢($z)¢(x)> + b. (4.9)

Se existe uma maneira de calcular o produto interno (¢(x;).¢(x)) no espago
de caracteristica diretamente como uma funcao de pontos originais, torna-se possivel
combinar dois passos necessarios para construir uma maquina de aprendizagem nao-
linear. Esse método computacional direto é chamado de funcao “kernel” ou ntcleo.

Um “kernel” ou nicleo é uma funcao K, tal que para todo =,z € X

K(z,z) = (¢(x).9(2)). (4.10)

O uso de “kernel” torna possivel mapear os dados implicitamente dentro

de um espaco de caracteristica e treinar uma maquina linear em tal espaco. A
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chave dessa abordagem é encontrar uma funcao “kernel” que possa ser avaliada
eficientemente.

Quando o limite de decisao no espaco de entrada correspondendo a um hiper-
plano nos espacos de caracteristica é uma curva polinomial de grau d, entao estes
“kernels” sao freqiientemente chamados “kernels” polinomiais.

O teorema de Mercer fornece uma caracterizacao de quando a func¢ao K (z, z)
é um “kernel”. Considerando um finito espaco de entrada X = xy, ..., z,, e suponha

K (z,z) é uma funcao simétrica em X. Considere a matriz
K = (K (i, 25))} =1

desde que K é simétrico ha uma matriz ortogonal V tal que K = VAV’ onde A é
uma matriz diagonal contendo os “eigenvalues” v, = (vy;)?"; as colunas de V' [62].
Considere que T': V' — V seja uma transformacao linear. Se A é um nimero e v # 0

é um vetor nao zero tal que:
T(v) = Av, (4.11)

entdao A é um “eigenvalues” e v é um “eigenvector” [63].

MYVS, quando usado para classificacao, separa o conjunto de treinamento
dado com um hiperplano que é maximalmente distante dos dados, esse hiperplano é
conhecido como o hiperplano margem maximal. O conjunto de dados de treinamento
ja deve estar previamente classificado em somente duas classes. Para casos nos
quais nenhuma separacao linear é possivel, MVS pode trabalhar em combinacgao
com a técnica de nucleos, que automaticamente realiza um mapeamento nao linear
para um espaco de caracteristica. O hiperplano encontrado por MVS no espaco de
caracteristica corresponde ao limite de decisao linear no espaco de entrada.

Considere o ponto de entrada j-ésimo 2/ = (x{, .., 7)) seja a realizagao do
vetor randomico X7. Considere esse ponto de entrada ser classificado pela varidvel
randomica Y7 € —1, +1.

Considere ¢ : I C RN — F C RY seja um mapeamento do espaco de entrada
I C RN para o espaco de caracteristica F. Assume-se que temos um exemplo
S de m pontos de dados classificados: S = (x!,9'), ..., (z™,y™). O algoritmo de

aprendizagem de MVS encontra um hiperplano (w,b) tal que a quantidade

y = miny'((w, é(z")) — b)
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¢ maximizado, onde , denota um produto interno, o vetor w tem a mesma dimen-
sionalidade de F, ||w||z é mantido constante, b é um nimero real, e v é chamado
a margem. A quantidade ({w, #(x%)} — b) corresponde a distancia entre o ponto z*
e o limite de decisao. Quando multiplicado pela etiqueta 3°, d4 um valor positi-
vo para todas as classificacoes corretas e um valor negativo para os incorretos. O
minimo desta quantidade sobre todos os dados é positivo se os dados sao linear-
mente separaveis, e é chamado de margem. Dado um novo ponto de dados = para
classificar, uma etiqueta é determinada de acordo com o seu relacionamento para o

limite de decisao, e a funcao de decisao correspondente é

f(x) = sign({w, ¢(x)} — b} (4.12)

E fAcil provar [61] que, para o hiperplano maximal de margem,

w = Z iyt ()
i=1

onde «; sao numeros reais positivos que maximiza

Z Q; — Z aiajyiyj¢(xi)a ¢(xj)
i=1

ij=1

sujeito a

Zaiyi =0,04 >0 (4.13)
i=1

A abordagem de MVS tem sido aplicada com consideravel sucesso em dois
problemas em bioinformética: a classificacao de padroes de expressao de genes [64]

e a deteccao da homologia da proteina em casos de similariedade de baixa seqiiéncia
[65].



Capitulo 5

O Processo de “Data Mining” na
Solucao do PPCC

5.1 Introducao

O problema de previsao de chuva é um problema pratico que se deseja prever
em muitas partes do globo. Por este motivo tem sido objeto de estudo sob vérios
aspectos. Uma instancia deste problema foi o foco de atencao. A instancia escolhida
foi o Problema de Previsao de Chuva em Boa Viagem no Ceara (PPCBVC). Neste
capitulo sera apresentado todo processo de “Data Mining” realizado, descrevendo
as fases para obtencao das solucoes.

Este capitulo encontra-se dividido como segue. Na secao 5.2 serd feita a
descricao da selecao de varidveis. A secao 5.3 é dedicada ao pré-processamento
dos dados. A transformacao dos dados serd descrita na secao 5.4. Na secao 5.5
sera descrita a mineracao dos dados. Finalmente na secao 5.6 serd discutida a
interpretacao dos modelos gerados.

A selecao de variaveis consiste em selecionar variaveis relevantes, segundo a
literatura de trabalhos anteriores e segundo a disponibilidade das fontes.

O pré-processamento dos dados é baseado na identificacao das fontes de da-
dos. Nesta etapa, estes terao de passar por uma fase de filtragem ou limpeza,
buscando-se evitar ruidos.

A préxima etapa é denominada transformacao dos dados. Nesta etapa, os
dados sao transformados no modelo requerido pelo algoritmo de mineracao, os quais
sao pré-processados e realizam a padronizacao do banco de dados.

A quarta fase é a mineracao dos dados que consiste na aplicacao dos seis

63



CAPITULO 5. O PROCESSO DE “DATA MINING” NA SOLUCAO DO PPCC64

algoritmos de mineracao escolhidos. Como forma de avaliar a qualidade dos resul-
tados e verificar a necessidade de uma nova execucao dos algoritmos, sera utilizada
a metodologia de validagao cruzada que estima a qualidade da generalizagao dos
classificadores. Para a especificacao das técnicas de Aprendizagem Automdtica é
necessario representar e modelar detalhadamente as técnicas que serao utilizadas:
Arvores Bindrias de Decisao, Arvores de Decisao, 1R, Maquinas de Vetor de Su-
porte, “Naive Bayes” e Redes Neurais. Além disto, existe a geracao dos modelos
que se caracteriza pela extracao de conhecimento dos dados, isto é, pela classificacao
de cada instancia utilizando os modelos de previsao de chuva.

Na interpretacao dos modelos gerados na etapa anterior, os dados obtidos
sao analisados e interpretados objetivando-se um entendimento do resultados face
ao problema. Também, assimila-se o conhecimento que constitui-se na aplicacao
dos modelos em novas instancias, ou melhor, etapa em que a previsao é realmente

realizada.

C o Sel eci onar ) Pr epar ar > Transf or mar
oj etivos os dados os dados os dados

Especi fi car M ner ar Ger ar
as tecnicas »| | npl enent ar »| 0s dados [P model os

\ 4
I nterpretar Assim | ar
0os nodel os > nodel os

Figura 5.1: Fases da Dissertacao.

As principais justificativas para a aplicacao do processo de “Data Mining”
para a previsao de chuva sao: diminuir a taxa de erros e encontrar novos preditores.
Além disso, caracterizar dependéncias entre varidveis em um nivel conceitual e abs-
trato, produzir uma explicacao causal da razao de existéncias das dependéncias e
produzir uma descricao qualitativa de regularidades. Isto determina as dependéncias
encontradas em fatores que nao sao explicitamente providos nos dados e representa

uma analogia entre a regularidade descoberta e a regularidade em outro dominio.
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5.2 Selecao de Variaveis

Primeiramente trabalhos anteriores foram analisados. Segundo a literatura
de Climatologia, varios relacionamentos foram identificados entre a precipitagao no
nordeste e componentes meridional e zonal do vento, temperatura na superficie
do mar, pressao ao nivel do mar no Atlantico, posicao da Zona de Convergéncia In-
tertropical (ZCIT) sobre o Atlantico e frentes frias; os quais sao eventos da Oscilagao
Sul ' (El Nino ? ).

O objetivo foi reunir o maximo possivel de varidveis oceanicas, atmosféricas,
entre outras, para tentar descobrir padroes nos dados em relacao ao nivel de chuva,
na localidade chamada Boa Viagem no Estado do Ceara.

Foi verificado que em alguns modelos climatoldgicos, o principal sistema cau-
sador de chuvas no Ceard é a ZCIT (ver definicao no capitulo 3).

Baseado em pesquisas realizadas no campo de relacionamentos entre
fenomenos da natureza e trabalhos anteriores de previsao, como por exemplo em
[35, 37, 32, 38], foram selecionadas as varidveis utilizadas na construgao do conjunto

de dados. As varidveis escolhidas foram:

e Componente Meridional do Vento na Superficie do Atlantico e do Pacifico (V);
e Componente Zonal do Vento na Superficie do Atlantico e no Pacifico (U);

e Indice de Manchas Solares ou Indice de Wolf (IMS);

e Precipitacao em vérias localidades do Ceard - SUDENE (Precip,);

e Precipitacao em vérias localidades do Ceard - FUNCEME (Precip,);

e Pressao ao nivel do mar no Atlantico e no Pacifico (PSM);

e Temperatura da superficie do mar no Atlantico e no Pacifico (TSM) [38, 35];

Estes conjuntos sao compostos de observacoes de navio e satélite no Atlantico

e no Pacifico e registros de chuva no Ceara.

LA Oscilacio Sul caracteriza-se por uma flutuacio de pressio de grande escala observada sobre
a Bacia do Pacifico Tropical.

20 EI Nino é um fendmeno que se caracteriza pelo aquecimento acima do normal das dguas
oceanicas do centro-leste do oceano Pacifico Tropical, compreendendo desde & costa da América
do Sul (nas proximidades do Peru e Equador) até aproximadamente uma longitude de 180°).
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Os dados foram obtidos na FUNCEME (Fundacao Cearense de Meteorolo-
gia e Recursos Hidricos), na SUDENE (Superintendéncia do Desenvolvimento do
Nordeste) através da FUNCEME e no Observatério Real da Bélgica ( “Royal Obser-
vatory of Belgium” - ORB).

Os registros de precipitacao sao compostos por dois conjuntos distintos: o
primeiro, consiste em observacoes feitas em 623 postos de medicao da prépria
FUNCEME no periodo de 1974-2000, e o segundo é formado por observacoes em
445 postos da SUDENE no periodo 1912-1985. Porém, nos dois conjuntos ocorre um
problema comum em dados reais; as dados sao incompletos. No caso da FUNCEME,
isto deve-se ao fato de alguns postos terem sido criados ap6s 1974 ou terem sido de-
sativados antes de 2000. Nos dados oriundos da SUDENE, provavelmente, problemas
similares ocorreram gerando também séries incompletas.

Porém as estacoes da FUNCEME e da SUDENE nao eram equivalentes, ou
seja, algumas estacoes da FUNCEME nao existem nos dados da SUDENE, e vice-
versa. A resolugao deste problema é descrito na Secao 5.2.

Também foram obtidos na FUNCEME os dados de temperatura na superficie
do mar, pressao ao nivel do mar, componente meridional e zonal do vento verificados
de 1945 a 1989. Estas observacoes sao dados mensais, possuem resolucao espacial de
2° de latitude x2° de longitude, tem como ponto inicial 0,5° Oeste e 31,5° Sul e o
ponto final nas coordenadas 177,5° Leste e 30,5° Norte. Cada um desses contendo
uma grade de 180 colunas por 32 linhas, resultando em um total de 5.760 pontos,
onde 4.232 sao pontos validos de medicoes mensais. Estes dados abrangem &dreas de
superficie terrestre e maritima, nas quais os dados sao realmente medidos, para fazer
esta diferenciagdo, os dados invilidos (referentes a “terra”) possuem um valor pré-
determinado de —1 x 10'°. Os valores medidos sao anomalias, ou seja, representam
diferencas entre o valores absolutos medidos e uma média calculada no periodo.

Os indices de manchas solares (IMS) foram obtidos no “Sunspot Index Data
Center” do Observatorio Real da Bélgica e sao observagoes mensais.

De acordo com os artigos [32],[34], [38] e [66] foram escolhidas duas areas
para andlise: uma area no Atlantico e outra no Pacifico que mais se relacionam com
a precipitacao no Nordeste. Estas areas delimitam os seguintes dados: componente
zonal e meridional do vento, Temperatura da Superficie do Mar (TSM) e Pressao
ao Nivel do Mar (PSM).

O critério de escolha destas varidveis baseou-se nos trabalhos anteriores [35,



CAPITULO 5. O PROCESSO DE “DATA MINING” NA SOLUCAO DO PPCC67

37, 32, 38] e na disponibilidade das bases de dados.

As bases de dados utilizadas foram:

1. Temperatura da Superficie do Mar - fonte: FUNCEME - periodicidade: mensal
- periodo: 1945-1989 - total de pontos: 5760 pontos (32 linhas x 180 colunas);

2. Vento na Superficie do Mar - fonte: FUNCEME - periodicidade: mensal -
periodo: 1945-1989 - total de pontos: 5760 pontos (32 linhas x 180 colunas);

3. Pressao na Superficie do Mar - fonte: FUNCEME - periodicidade: mensal -
periodo: 1945-1989 - total de pontos: 5760 pontos (32 linhas x 180 colunas);

4. Precipitacao - fonte: SUDENE (através da FUNCEME) - periodicidade: didrio
- total de pontos: 445- periodo: 1910-1985;

5. Precipitacao - fonte: FUNCEME - periodicidade: diério - total de pontos: 445
- periodo: 1974-2000;

6. Indice de Manchas Solares - fonte: Observatério Real da Bélgica - periodici-
dade: mensal - total de pontos: 1 - periodo: 1949-2001;

A temperatura da superficie do mar (TSM), componente meridional do vento
(U) sobre o mar, componente zonal do vento (V) sobre o mar e pressao no nivel do
mar (PSM) estdo na grade 2° latitude x 2° longitude com 32 linhas e 180 colunas.
Estas bases de dados possuem 5760 pontos mensais numa série de 45 anos, totali-
zando 540 meses no periodo de 1945 a 1989. Dentre estes 5760 pontos, 4232 pontos
sao sobre a superficie maritima e, portanto, apenas 4232 foram usados.

A série de precipitacao escolhida compoe-se da precipitacao didria em uma
cidade da regiao do Sertao Central e Inhamuns, chamada Boa Viagem. Esta série

foi combinada para obter uma série completa de 1945 até 1989.

5.3 Pré-processamento dos Dados

Nesta fase, a tarefa alvo é analisar e pré-processar os dados obtidos.

As séries de precipitacao selecionadas e obtidas eram diferentes. Para unificar
estes conjuntos foram comparadas a latitude e a longitude (localizacao geografica)
dos postos de medicao para identificar postos equivalentes. A identificacao nominal

do municipio e do posto de cada estacao foi utilizada apenas como um indicativo
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de uma possivel equivaléncia. As estacoes presentes em apenas um dos conjuntos
foram desconsideradas. Esta combinacao foi feita da seguinte forma: cada posto de
dados da SUDENE teve sua série de dados adicionada a série existente no posto
equivalente do outro conjunto. O objetivo desta mesclagem foi a obtencao de séries

completas no periodo de 1945 a 2000. A série foi obtida por:

¢ = (Z pm’“) (5.1)

Entao, formou-se uma série completa de precipitacao, criando-se um conjunto

P com as varidveis Precip, e Precipy, as seguintes caracteristicas:

P { Zm = precz:pg;g’Z se 1910 < a < 1973

p™® = precipy’, " se 1973 < a < 1989
onde ¢ é o ponto da medida, d é o dia em que a medida foi realizada e m representa
o més referente, a € A = {1910, ...,1989} representa os anos contidos no intervalo

de tempo de 1910 a 1989 e P. C P.

Para analisar a nova série de precipitacao foi selecionada uma amostra dos
dados. A amostra para analise constituiu-se da escolha de uma cidade de cada sub-
regido das cinco regides homogéneas descritas em [36] (ver Tabela 5.7). O critério

de escolha foi a homogeineidade e a série estar completa.

Regiao Sub-regiao Cidades
Litoral (L1) Litoral Norte Acarai
(L2)Litoral Pecém (Trairi-Pecém) [tapajé
(L3) Litoral Fortaleza (Caucaia-Beberibe) | Fortaleza
(L4) Baturité Pacoti
Ibiapaba Ibiapaba Tiangua
Jaguaribana, Jaguaribana, Jaguaribe
Cariri Cariri Caririacu
Sertao Central e Inhamuns | Sertao Central e Inhamuns Boa Viagem

Tabela 5.1: Cidades escolhidas para andlise de precipitacao.

Desta amostra, construiram-se varios graficos de precipitacao didria e mensal
para verificar a existéncia de algum indicativo de padrao de comportamento (ver
figura 5.2).
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Figura 5.2: Precipitacao em Boa Viagem de janeiro de 1986 a 1988.

Com a precipitacao nestas cidades, uma analise foi feita para verificar a
relagao entre a quantidade de chuva no periodo de novembro a janeiro (chamada

estagao pré-chuvosa) e a quantidade de chuva de fevereiro a maio (chamada estacao

chuvosa).
__ pn,NOV dez Jjan
gstagéo pré-chuvosa — P + P + P (5.2)
com N = 1910, ...,2000
n _ n,feV n,mar n,abI' n,mai
Pestagéo chuvosa — P +P +P +P ’ (5.3)

com N = 1910, ..., 2000

Para classificar a estacao pré-chuvosa, usou-se:

classe3 se P! > mediana(P® < . )+ €
¢ estacao pré-chuvosa,c
classe2 se mediana(P*

- , —e< Pt <
estacao pre—chuvosa,c) = e

Ce = mediana(P* )+ €

estacao pré-chuvosa,c

classel se P* < mediana(P*

~ , —€
estagao pre—chuvosa,c)

onde ¢ é o ponto da medida e a € A = {1910, ..., 1989} representa os anos contidos
no intervalo de tempo de 1910 a 2000 e P. C P.
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Figura 5.3: Classificacao muito relacionada.

A classificacao da estacao chuvosa foi similar, como se nota a seguir:

a 1 a
classe3 se P > medwna(Pestagao chuvosa,c) te

)—e< Pr<
)+e

classe2 se mediana(P® -
estacao chuvosa,c

Ct =
¢ mediana(P®, . .
estagao pré-chuvosa,c

classel se P! < mediana(P?

- —€
estacao chuvosa,c)

onde ¢ é o ponto da medida e a € A = {1910, ..., 1989} representa os anos contidos
no intervalo de tempo de 1910 a 2000 e P. C P.

Para mapear a classificacao da estacao chuvosa e da pré-chuvosa, foram en-
contrados trés tipos de relacionamentos entre as classes: muito relacionadas, rela-
cionadas e nao relacionadas. O relacionamento “muito relacionadas” esta represen-
tado na figura 5.3. Em todos os casos analisados, a maioria dos relacionamentos
eram “muito relacionadas”. O resultado desta andlise serviu para se certificar que
o atributo precipitacao poderia servir como um indicativo para o mesmo.

As varidaveis de TSM, PSM, V e U também precisavam de um pré-proces-
samento, pois era necessario saber que pontos da superficie maritima compunham
estes conjuntos e como se comportavam. A visualizacao teria de ser diferente da
precipitacao pelo nimero de pontos. A solucao foi desenvolver um programa simples
escrito na linguagem C baseado em cddigo ja existente, para visualizar estas medidas

em tons de cinza e em cores. Um dos programas simples criados estd descrito
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em forma de algoritmo no Apéndice A no Algoritmo 8. Entre as representagoes
testadas, a melhor foi obtida discretizando-se os valores em 16 classes (tons de
cinza) e usando o preto para representar superficie terrestre e falta de valores. As
menores temperaturas correspondiam aos tons mais escuros e as maiores, aos tons
mais claros (ver figura 5.4).

E vélido ressaltar que os conjuntos de TSM, PSM, V e U eram anomalias
do periodo de 1945 a 1989. Anomalia em climatologia é a diferenga entre o valor
absoluto e um valor médio relativo a um certo periodo. Foram construidos graficos
de anomalia e de valores absolutos. Os arquivos de média foram fornecidos pela
FUNCEME.

Produziu-se também animacoes anuais contendo 12 quadros, mas, nada de
conclusivo foi notado.

O conjunto de IMS foi analisado, através de gréaficos. Esta variavel foi
identificada ser a mais aleatoéria.

Um grande problema ainda tinha de ser analisado. O problema era o grande
nimero de atributos em relacao a quantidade de exemplos. A proporc¢ao pode ser
notada na Tabela 5.2.

423212 pontos | 4232x12 pontos | 4232x12 pontos | 4232x12 pontos 12 12
TSM U Vv PSM recip IMS
1,1945 1,1945 1,1945 1,1945 1,1945 1,1945

ty Uy’ vy’ Iy D e | S e
1,1946 1,1946 1,1946 1,1946 1,1946 1,1946
ty Uy’ vy’ Iy D e | S e
1,1947 1,1947 1,1947 1,1947 1,1947 1,1947
t Uy (h I p s
1,1948 1,1948 1,1948 1,1948 1,1948 1.1948
t uy vy l Pt L s
1,1989 1,1989 1,1989 1,1989 1,1989 1,1989
t Uy (h I D e | S e

Tabela 5.2: Conjunto de instancias com os atributos

A Tabela 5.2 mostra que a proporcao é de |A| = (4232 x 12) x4+2 = 203.138
atributos para |I| = 45 instancias. Entretanto, com essa propor¢ao, os métodos
teriam um espaco de aprendizagem demasiadamente restrito. Este problema foi
denominado, neste trabalho, Problema da Dimensionalidade dos Atributos (PDA).

Os dados de T'SM, PSM e componentes U e V' do vento pertenciam a uma
grade de 180 colunas por 32 linhas, resultando em 5.760 pontos, dos quais, 4.232

eram relevantes por serem medicoes sobre a superficie do mar.
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Para realizar uma reducao nestas quantidades de atributos decidiu-se avaliar
uma estratégia de “ranking”, ou seja, classificacao na ordem decrescente de variacao
absoluta de anomalia. Os “rankings” obtidos eram listas mensais de classificacao.
Para cada meés, os primeiros 10 pontos foram escolhidos e marcados na grade original
dos dados para a verificagao da existéncia de padroes. O mesmo processo foi feito
para 10, 40, 423 e 1270 pontos.

Em outras palavras, os dados de anomalia TSM, PSM, U e V foram a-
nalisados usando a variacao absoluta dos valores de anomalia. Essa variacao foi
calculada, individualmente, em cada ponto, durante os 45 anos. Construindo-se
graficos a partir desses totais mensais, verificou-se a existéncia de agrupamentos com
caracteristicas similares. Os graficos construidos mostravam os pontos que tiveram
a maior variacao absoluta durante o periodo analisado. Foi feita uma andlise de
agrupamentos formados com diferentes quantidades de pontos. Usando este co-
nhecimento, os graficos contendo 40 pontos foram os escolhidos. A figura mostra
trées exemplos contendo 40, 423 e 1270 primeiros pontos do “ranking” de T'SM,
respectivamente.

No tipo de visualizagao escolhida, encontrou-se 6 agrupamentos mais
definidos nos graficos de T'SM. Para cada grupo desse, analisou-se o comporta-
mento dos pontos do “ranking” em histogramas feitos de amostras construidas a
cada trés meses e a cada trés anos (ver figura 5.3). Os histogramas apresentaram
um certo padrao, validando assim, a analise dos “rankings” para encontrar os gru-
pos. Nestes histogramas, os valores de variancia, média, desvio padrao, coeficiente
de variabilidade, minimo e méaximo serviram de parametros para medir a homo-
geneidade dos pontos em cada grupo. Estes valores estao na Tabela 5.3 para valores

de anomalia de T'SM e na Tabela 5.4 para temperatura absoluta do mar nos pontos.

Tabela 5.3: Analise do grupos com valores de anomalia de T'SM

Grupo Qtde Pontos X s | CV | Min | Méx
Grupo 1 12 1 0.82 | 0.04 | 0.05 | 0.75 | 0.92
Grupo 2 18 1 0.84 | 0.02 | 0.02 | 0.81 | 0.86
Grupo 3 61| 0.99 | 0.07 | 0.07 | 0.81 | 1.11
Grupo 4 79 | 1.00 | 0.05 | 0.05 | 0.91 | 1.11
Grupo 5 115 0.91 | 0.10 | 0.11 | 0.75 | 1.18
Grupo 6 138 1 0.96 | 0.05 | 0.05 | 0.88 | 1.11
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Figura 5.4: Graficos do “ranking” de T'SM de junho de 1945 a 1989 ((a) 40 primeiros

pontos, (b) 423 primeiros pontos e (c¢) 1.270 primeiros pontos).

Tabela 5.4: Analise do grupos com valores de T'SM absoluto dos pontos

Grupo Qtde Pontos X s| CV | Min | Max
Grupo 1 12 | 22.43 | 1.45 | 0.06 | 19.93 | 24.07
Grupo 2 18 1 25.03 | 0.63 | 0.03 | 23.80 | 25.86
Grupo 3 61 | 26.81 | 0.68 | 0.03 | 25.24 | 27.75
Grupo 4 79 | 23.07 | 0.96 | 0.04 | 21.44 | 25.24
Grupo 5 115 | 23.83 | 2.25 | 0.09 | 15.77 | 27.76
Grupo 6 138 | 21.90 | 2.08 | 0.10 | 16.30 | 26.05




CAPITULO 5. O PROCESSO DE “DATA MINING” NA SOLUCAO DO PPCCT4

A figura 5.4 mostra quais os grupos escolhidos de janeiro a junho e a figura 5.5

mostra os grupos do segundo semestre.

Histogram of rktsm6004[[1]]

15
|

Frequency
T

rktsm6004[[1]]

Figura 5.5: Histograma de “ranking” de 40 pontos de T'SM de abril de 1960.

5.3.1 Método de Redugao de Atributos Meteorolégicos

Esta subsecao tem como objetivo expor uma proposta de método de reducao
para o Problema da Dimensionalidade dos Atributos (PDA), definido anteriormente.
O PDA visa minimizar o nimero de atributos de uma mesma variavel, em um
conjunto de instancias. O objetivo do problema é especificar uma reducao

T (V92N () = (B9 L1510 e modo que
padroes contidos nos dados nao sejam perdidos.

Baseado nas andlises dos dados de TSM através de diversos graficos,
encontrou-se os grupos descritos anteriormente.

Para formalizar o uso destes grupos, um método heuristico foi proposto. O
método esta descrito no Algoritmo 7.

Esse problema nao possui até o momento nenhum algoritmo que encontre uma
reducao com garantia de performance e sem perda de informacgoes. Este método nao
foi totalmente formalizado e uma comparacao com outros métodos é sugerido como

trabalho futuro.
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Janeiro

Fevarairm

Marco

Abril

Maio

Junho

Figura 5.6: Graficos dos grupos de “ranking” de T'SM de janeiro a junho.
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Julhio

Agosto

Setembro

Cutubro

Mowembro

Dezembro

Figura 5.7: Graficos dos grupos de “ranking” de T'SM de julho a dezembro.



CAPITULO 5. O PROCESSO DE “DATA MINING” NA SOLUCAO DO PPCCT7

Algoritmo 7 Método de reducao de atributos.

Método: REDUGAO DE ATRIBUTOS
inicio
Entrada: L
// Um vetor L de n posicoes de dados absolutos
Calcular a variacao absoluta mensal de todos os N pontos da série temporal
Classificar em ordem decrescente de variagdo absoluta
Escolher X primeiros pontos de cada ranking mensal

100
Agrupar estes pontos usando a comparacao dos menores: desvio padrao, CV, média

© ® N oE W=

aritmética, amplitude, distancia mix e o CV da distancia
10. Escolher melhores grupos

11. Calcular a média de cada grupo escolhido como atributo
12. fim

5.4 Transformacao dos Dados

Na fase de transformacao dos dados estes sao adequados ao modelo analitico
requerido pelos algoritmos de mineracao.

A primeira caracteristica considerada para transformacao foi a periodicidade.
As variaveis pertencentes ao conjunto P, possuiam uma periodicidade diaria, en-
quanto que as demais eram mensais. Para transformar estas instancias didarias em

mensais foi utilizada o seguinte mapeamento:

31 31
_ (.1,1,1910 ,2,1,1910 31,12,1989 _ Z d,1,1910 Z d,12,1989
Pc_ (pc )pc 5"'7pc ) '_>¢(PC) - pc AR pc
d=1 d=1
(5.4)

Para restringir o espaco da varidvel p. € P, foi escolhido o subconjunto P,
com ¢ = {'BoaViagem'}, pelas caracteristicas do subconjunto de dados completos e
por pertencer a uma regido homogénea chamada “Sertao Central e Inhamuns” [35].
De acordo com os histogramas e com as outras medidas, os grupos apre-
sentaram uniformidade com pequenas variagoes nos padroes. Portanto, escolheu-se
estes grupos para reduzir o nimero de atributos. As reducgoes foram dadas pelas

equagoes:
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(S sei € Gy

St sei € Gy
Tma _ ] St se A= G
ot sei€ Gy
S sei € Gy
[ Yot seie Gg

ou

T ’: {t%,1945, _‘_,tigézgsg} — &(T) = (g%’1945,g%’1945, ‘_‘,géz,wsg,géz,wsg)

O mesmo mapeamento foi aplicado para as variaveis de PSM, U e V, usando
os grupos de T'SM.

Depois desse mapeamento, a propor¢ao é |A| = (6 x 12) x 4 + 2 = 290
atributos para |I| = 45 instancias. Entretanto, essa quantidade de instancias ainda
era reduzida em relacao ao tamanho de A.

Essa restricao foi resolvida, adicionando-se dois novos atributos ao con-
junto A, mes € {1,2,3,4,5,6,7,8,9,10,11,12}, representando o més associado a
instancia, e ano € {1,2}, que representa o ano associado, sendo o valor 1 para ano
anterior e 2 para o ano anterior ao ano anterior. De outra forma, foram desmem-
bradas as instancias que eram anuais, para instancias mensais. Além de usar para
previsao nao s6 um ano anterior, mas os dois anos anteriores a classe objetivo (quadra

chuvosa). O formato da nova insténcia é mostrado na Tabela 5.5.

6 6 6 6 1 1 1 1
A AN AN =TT A~
TSM | U V | PSM | Precip | TMS | mes | ano

p1,45 81,45 1 1
p2,45 82,45 ) 1
p12,89 512,89 12 9

Tabela 5.5: Conjunto de instancias com os atributos

Essa adi¢ao, aumentou o tamanho do conjunto I para |I| = 1044 instancias
e diminuiu A para |[A| = (6 x 4) + 4 = 28 atributos. Resolvido assim, o problema
de espaco de aprendizagem, os esforcos foram voltados para a formacao das classes
o que serd apresentado no item 5.3.

Os mesmos seis grupos ou regioes encontrados nos graficos de TSM foram

utilizados para as variaveis PSM, V e U, para construir a primeira base de dados
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para treinamento e teste. A segunda base de dados foi constituida de grupos de
pontos encontrados e calculados, baseados nas respectivas variaveis.
Cada grupo desse foi transformado em apenas um valor, calculando-se a

média de grupo correspondente, como descrito na férmula:

Sy,
Gi=2=2E onde i=1,2,...,6 (5.5)
n;

Este processo reduziu de 4232 pontos para 6 resultados dos grupos, para cada
variavel.

Resumindo, as variaveis usadas foram 6 grupos de TSM, PSM, V e U, pre-
cipitacoes mensais, indices de manchas solares. A escolha deve-se a importancia da
temperatura da superficie do mar (TSM), em relacao a precipitacao, & pressao e aos
componentes do vento. As instancias foram construidas com os 12 meses anteriores
e os 24 meses anteriores destes atributos para calcular a quadra chuvosa. Os 24
meses anteriores a quadra chuvosa a ser calculada. Ao todo, com todos os atributos

formou-se 1.044 instancias

5.5 Mineracao dos Dados

Para minerar os dados, escolheu-se os seguintes métodos de Aprendizagem
Automatica 1R, C4.5, Redes Neurais, “Naive Bayes”, Maquina de Vetor de Su-
porte e CART, descritos no capitulo anterior. A implementacao destes métodos
tornou-se desnecessaria, devido a utilizagao de dois ambientes de aprendizagem ja
implementados o “Weka” e 0o CART [9]. O “Weka” é um ambiente baseado em java
que permite a aplicagado de alguns algoritmos de classificacao. CART implementa
arvores de decisao.

A inducao em arvores de decisao foi um dos métodos escolhidos, porque sua
utilizacao em probabilidade de regressao e classificacao para visualizagao dos dados,
é bastante indicada, por consistir em uma ferramenta flexivel na analise destes. Além
disso, arvores de decisao permitem estimar a probabilidade de erro na classificagao
de um novo objeto.

Algumas das vantagens de uma rede neural sdo: possuir boa fundamentacao
tedrica, ser uma abordagem robusta para aproximacao de funcgoes objetivo com
valores reais ou discretos e ser resistente a ruidos presentes nos dados. Mesmo
apresentando uma avaliagao muito rapida de uma nova instancia, requer porém um

tempo de treinamento relativamente longo [47, 67].
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“One Rule” é um dos métodos mais simples e foi selecionado pela boa perfor-
mance em dominios naturais. “Support Vector Machine” produz bons resultados, é
rapido e preciso em muitos dominios.

Viarios testes foram realizados com diversas combinacoes dos atributos, dife-

rentes modos de definigao de classes (ver Tabela 5.2).

Tabela 5.6: Definicao de conjuntos de atributos

Todos os atributos

Qtde. Atributos | Atributos
28 G1(t™*),Go(t™*),G3(t™),G4(t™"), G5(t™*), Gg(t™"),
G (7). G (I72) G (I7) G (™), Gi(I™), G (™),
G1(u™®),Go(u™),G3(u™*),Gy(u™*), Gs(u™),Gg(u™),
G1(v™),Go(v™),G3(v™*),G4(v™%), G5(v™*),Gg(v"™),
S, Ano,Mes, Precip

Atributos Reduzidos
Qtde. Atributos | Atributos
10 G1(t™),Go(t™*),G3(t™),G4(t™"),G5(t™*),Ge (™),
S, Ano,Mes, Precip

Atributos TSM

Qtde. Atributos | Atributos
8 G1(t™*),Go(t™*),G3(t™®),G4 (™), G5(t™*),Ge(t™),
Mes

Para que as técnicas pudessem ser aplicadas o problema, teve-se que optar por
algumas especificagoes de técnicas. Estas escolhas estao resumidas nas Tabela 5.7
para trés classes e 5.8 para duas classes.

No algoritmo C4.5 com melhor resultado, algumas especificacoes precisaram
ser escolhidas. O limiar de confianca para o procedimento de poda escolhido foi de
0.25. Nao forgou-se o uso de arvores sem poda e nem suprimiu-se o crescimento de
subarvores. Executou-se o procedimento padrao de poda de erro reduzido, o qual
poda a arvore para otimizar a performance no conjunto treinamento. O nimero de
conjuntos para a poda de erro reduzido usado foi 3 e o nimero minimo de instancias
em no folha foi 2. Construi-se arvores com noés internos possuindo mais de dois
ramos e nao usou-se o estimador de “Laplace”.

Para o algoritmo “One Rule” apenas uma opcao foi especificada o nimero
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minimo de instancias por intervalo. Utilizou-se o valor de 6 (seis) instancias por
intervalo.

O método “Naive Bayes” teve como configuracao o uso do estimador de
“kernel”.

A Miéquina de Vetor de Suporte (MVS) usada possui as seguintes con-
figuragoes: limite superior de pesos igual a 1.0, o grau dos polinomiais igual a 1,
tolerancia de 0.0010, uso de dados normalizados e epsilon com valor de 1.0E — 12.

As Redes Neurais tiveram como algoritmo de aprendizagem “Backpropaga-
tion”, taxa de aprendizagem de 0.3, quantidade de ndés na camada de saida igual
a 3 e de entrada igual a 20, limiar de validacao de 20, o uso de atributos norma-
lizados, momentum com o valor de 0.2 e a normalizacao das classes numéricas. A
diferenciacao estava na quantidade de camadas intermediarias. A primeira Rede
Neural testada era baseada no trabalho anterior [34] e tinha duas camadas escon-
didas, com 2 e 3 nés, respectivamente. A segunda Rede Neural escolhida de forma

arbitrdria tinha uma camada escondida com a nos, sendo a o limite inferior inteiro

(N°atributos+N°classes)
2

No CART, optou-se pela drvore de classificacdo, a validac¢ao cruzada (VC)

de o/ = , logo a = 11.
de “ten-fold”, o critério de escolha da melhor arvore e o critério de Gini para clas-
sificacao.

Os equipamentos usados para estes testes foram dois Pentium, com 32 e 128
MB de memoéria. Todos os testes apresentados nesta secao foram executados por 10

vezes, sendo cada execucao realizado durante o periodo médio de meia hora.

5.6 Interpretacao

Nesta secao sera apresentada a interpretacao dos experimentos computa-
cionais realizados durante o desenvolvimento da disertacao, usando as instancias
que foram geradas de acordo com o método descrito na Secao 6.1. O principal ob-
jetivo foi verificar qual método daria a melhor previsao. Além disso, descobrir que
atributos influenciavam, positiva ou negativamente nos resultados e qual era a me-
lhor forma de construir as classes. Foram geradas instancias com classes construidas
usando-se as técnicas de quantil, percentil e amplitude. As tabelas 5.10, 5.11 e 5.12
mostram os melhores resultados obtidos para duas e tres classes construidas com a
técnica da amplitude.

A partir dos resultados, observou-se que a técnica de amplitude levou aos
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Tabela 5.7: Especificacao das técnicas escolhidas para teste com 3 classes.

Técnica Caracteristica Valor
Usa arvores sem poda Nao
Permite crescimento de subarvores Sim
C4.5 Limiar de confianca para poda 0.25
Procedimento de poda: erro reduzido Nao
N°? de conj. p/ poda de erro reduzido 3
Divisoes bindrias Nao
N°? minimo de instancias em um n6 folha Nao
Usa o estimador de “Laplace” Nao
“One Rule” Tamanho minimo de instancias por intervalo 6
“Naive Bayes” | Usa estimador de “kernel” Sim
Quantidade de nés (camada de entrada) 20
Quantidade de nés (camadas internas) 11
Rede Neural Quantidade de nés (camada de saida) 3
Limiar de validacao 20
Aprendizagem “Backpropagation”
Atributos normalizados sim
Momentum 0.2
Classe numérica normalizada sim
Taxa de aprendizagem 0.3
Quantidade de nés (camada de entrada) 20
Quantidade de nés (camadas internas) 2,3
Rede Neural 1 | Quantidade de nés (camada de saida) 3
Limiar de validacao 20
Aprendizagem “Backpropagation”
Atributos normalizados sim
Momentum 0.2
Classe numérica normalizada sim
Taxa de aprendizagem 0.3
Tipo de arvore classificacao

CART

Melhor arvore
Classificacao de arvore
Teste

custo minimo
Gini
VC 10-fold
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Tabela 5.8: Especificacao das técnicas escolhidas para teste com 2 classes.

Técnica Caracteristica Valor
Usa arvores sem poda Nao
Permite crescimento de subdarvores Sim
C4.5 Limiar de confianca para poda 0.25
Procedimento de poda: erro reduzido Nao
N°? de conj. p/ poda de erro reduzido 3
Divisoes bindrias Nao
N°? minimo de instancias em um n6 folha Nao
Usa o estimador de “Laplace” Nao
“One Rule” Tamanho minimo de instancias por intervalo 6
“Naive Bayes” | Usa estimador de “kernel” Sim
Limite superior dos pesos 1.0
€ 1.0E-12
MVS Dados normalizados sim
Grau dos polinomiais 1
Tolerancia 0.0010
Quantidade de nés (camada de entrada) 20
Quantidade de nés (camadas internas) 11
Rede Neural 2 | Quantidade de nés (camada de saida) 2
Limiar de validacao 20
Aprendizagem “Backpropagation”
Atributos normalizados sim
Momentum 0.2
Classe numérica normalizada sim
Taxa de aprendizagem 0.3
Quantidade de nés (camada de entrada) 20
Quantidade de nés (camadas internas) 2,3
Rede Neural 3 | Quantidade de nés (camada de saida) 2
Limiar de validacao 20
Aprendizagem “Backpropagation”
Atributos normalizados sim
Momentum 0.2
Classe numérica normalizada sim
Taxa de aprendizagem 0.3
Tipo de arvore classificacao

CART

Melhor arvore
Classificacao de arvore
Teste

custo minimo
Gini
VC 10-fold
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melhores resultados. Testou-se instancias de trés tipos, sendo esses tipos: todos os
atributos, atributos reduzidos e atributos de TSM.

Pelos resultados dos testes, vé-se que, os grupos TSM sao os atributos mais
significativos, levando aos melhores resultados. Entretanto, o melhor resultado foi
obtido com instancias contendo os atributos reduzidos (ver Tabela 5.6).

Os métodos foram comparados usando-se as seguintes medidas: percentagem
de acertos das previsoes, erro quadratico médio, erro absoluto médio e erro absoluto
relativo.

O erro quadratico médio é a principal e mais utilizada medida de perfor-
mance; algumas vezes a raiz quadrada é calculada para dar as mesmas dimensoes do
valor previsto. A desvantagem é tender a exagerar no efeito de anomalias, ou seja,
instancias cuja previsao de erro é maior do que as outras [58]. Este erro é calculado

por:

(1 —a1)® + ... + (pn — an)°
n

(5.6)

Outra medida usada é o erro absoluto médio que calcula a média da magni-
tude dos erros individuais sem levar em conta seu sinal [58]. O erro absoluto médio

é representado por

Ip1 —a1| + ... + [pn — an|
n

(5.7)
O erro absoluto relativo é simplesmente o erro absoluto total [58] e calcula-se
por:

Ip1— ai| + oo+ |pn — au
la; —a| + ... + |a, — al

(5.8)

yonde a= =3 a;

Para os testes, os dados foram testados de duas formas: a primeira, com
um terco dos dados sé para testes, e a segunda, usando validacao cruzada. Neste
processo, decide-se o niimero de particoes do conjunto inicial. O niimero de particoes
testados foi 10.

Os seis métodos tiveram seus resultados comparados de acordo com a taxa
de acerto, erro quadratico médio, erro absoluto médio e erro absoluto relativo.

A taxa de acerto usando validacao cruzada é um bom padrao, mas nao é

confidavel pela variacao substancial que existe nesta técnica de teste.
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Tabela 5.9: Teste com 10 atributos com 528 instancias de 1945-1989 usando valida-
cao cruzada para 3 classes.

erro erro erro
Método Acertos(%) | absoluto | quadratico | absoluto
médio médio | relativo

CART 70.45 0.23 0.30 90.32
C4.5 69.51 0.27 0.39 95.02
1R 66.86 0.22 0.47 77.07
“Naive Bayes” 66.86 0.26 0.38 90.66
Rede Neural 64.20 0.25 0.44 87.46
Rede Neural 1 69.89 0.26 0.39 92.33

Tabela 5.10: Teste com 10 atributos com 528 instancias de 1945-1989 usando vali-

dagao cruzada para 2 classes (C, Cy U C3).

erro erro erro
Método Acertos(%) | absoluto | quadrético | absoluto

médio médio | relativo
MVS (C1,Cy U Cy) 08.52 0.45 0.50 94.00
C4.5 (Cy,Cy U Chy) 61.74 0.41 0.56 |  85.37
1R (Cy,Cy U C3) 60.98 0.39 0.62 80.69
“Naive Bayes” (Cy,Cy U C}) 61.36 0.43 0.48 89.12
Rede Neural 2 (Cy,Cy U C3) 56.63 0.45 0.59 92.98
Rede Neural 3 (Cy,Cy U Cy) 54.54 0.46 051 |  95.40

Tabela 5.11: Teste com 10 atributos com 528 instancias de 1945-1989 usando vali-

dagao cruzada para 2 classes (C} U Cy, C3).

erro erro erro
Método Acertos(%) | absoluto | quadrético | absoluto

médio médio | relativo
MVS (Cy U Cy, Cy) 97.73 0.28 0.29 | 605.14
C4.5 (Cy U Cy, Cy) 97.73 0.04 0.15|  96.30
IR (C, UG, C) 97.73 0.02 015 | 49.26
“Naive Bayes” (C; U Cy e Cs) 97.35 0.05 0.17 | 100.53
Rede Neural 2 (C; U Cy, Cy) 96.97 0.04 017 |  93.92
Rede Neural 3 (C; U Cy, Cy) 97.16 0.04 0.16 | 95.74
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O erro quadratico médio é um bom e ficil indicativo de performance.
Considerando-se esta medida, o melhor método foi o MVS.

A magnitude de erros individuais é medida pelo erro absoluto médio. A
melhor performance foi obtida pelo C4.5.

O erro absoluto relativo é o erro absoluto total com o mesmo tipo de norma-
lizagao e nesse critério o melhor método foi C/.5.

Em termos gerais, considerando os critérios citados o método mais preciso foi
o MVS. Porém, o MVS apresentou um erro absoluto relativo muito significativo no
teste usando duas classes (C; U Cy, C3), devido ao desbalanceamento dos exemplos,
ou seja, a alta concentragao de exemplos da primeira classe em relagao a segunda

classe resultou em alto valor do erro absoluto relativo.



Capitulo 6

Resultados Computacionais

Nesta dissertacao, métodos nao-paramétricos sao propostos para o Problema
de Previsao de Chuva no Ceard. Pela impossibilidade de garantir matematicamente
a qualidade das previsoes encontradas por esses métodos, a experimentacao torna-se
uma parte importante do trabalho. Neste capitulo, serao apresentados os resultados
obtidos com os métodos escolhidos.

Primeiramente, serd descrito na Secao 6.1 o conjunto de instancias usadas
para o treinamento dos métodos. Uma parte destas instancias serviu como conjunto
de treinamento e outra para ser o conjunto de teste. Na Secao 6.2 sera descrito como
foram escolhidas e construidas as instancias. Na Secao 6.3 serd descrito, como as
classes sao formadas. Finalmente, serao apresentados os resultados dos testes com

os métodos na Secao 6.4.

6.1 Instancias

Durante o desenvolvimento desta dissertacao uma das maiores dificuldades e
preocupacao foi a obtencao de um conjunto de dados que fosse representativo para
o problema. Nesta secao, serao descritas as instancias que foram usadas para a
construcao do conjunto de treinamento e do conjunto de testes.

Com o propésito de realizacao de testes para este trabalho, foram utilizadas
varios conjuntos de instancias. Os tipos de instancias utilizados como conjunto de

treinamento e conjunto de teste dos métodos escolhidos, foram os seguintes:

e Foi criado um regra de formacgao de conjunto de instancias 77 contendo todos
os 29 atributos dos dados: mes, TSM;, TSMy, TSM3, TSMy, TSMs, T'S Mg,
PSMI; PSMZ; PSM3; PSM47 PSMS; PSMG; Ul; U27 U37 U47 U5; UG; ‘/17 ‘/27

87
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Vi, Vi, Vi, Vi, IMS, A, Precip e C. As instancias serao descritas na Secao
6.1.

e Um segundo tipo de conjunto de instancias criado foi 75 contendo 11 atribu-
tos dos dados: mes, T'SM,, TSM,, TSMs, TSM,, TSMs, TSMg, IMS, A,

Precip e C. As instancias serao descritas na Segao 6.1.

e Um terceiro tipo de conjunto de instancias criado foi 73 contendo todos os 6
atributos dos dados: mes, T'SMy, TSMsy, TSMs, TSMy, TSMs, TSMg e C.

As instancias serao descritas na Secao 6.1.

Os tipos de conjuntos descritos acima serviram como regra de formacao para

os conjuntos abaixo:

e Baseado no tipo T}, foi criado o conjunto C de instancias com todas as
instancias no periodo de 1945 a 1989. As instancias serao descritas na

Secao 6.1.

e Baseado no tipo 77, um segundo conjunto C5 de instancias com todas as

instancias no periodo de 1945 a 1970.

e Baseado no tipo 77, um conjunto C'3 de instancias com todas as instancias no
periodo de 1971 a 1989.

e Baseado no tipo T3, foi criado o conjunto C; de instancias com todas as
instancias no periodo de 1945 a 1989. As instancias serao descritas na

Secao 6.1.

e Baseado no tipo 75, um conjunto C5 de instancias com todas as instancias no
periodo de 1945 a 1970.

e Baseado no tipo T3, um conjunto Cy de instancias com todas as instancias no
periodo de 1971 a 1989.

e Baseado no tipo T3, foi criado o conjunto C'; de instancias com todas as
instancias no periodo de 1945 a 1989. As instancias serao descritas na

Secao 6.1.

e Baseado no tipo 73, um conjunto Cy de instancias com todas as instancias no
periodo de 1945 a 1970.
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e Baseado no tipo 73, um conjunto Cy de instancias com todas as instancias no
periodo de 1971 a 1989.

6.2 Geracao das Instancias

Uma das dificuldades enfrentadas durante todo o trabalho foi o pequeno
numero de instancias do mundo real obtidas para treinar e testar os algoritmos. Os
conjuntos de instancias foram obtidos nas seguintes fontes: FUNCEME (Fundacao
Cearense de Meteorologia e Recursos Hidricos), SUDENE (Superintendéncia de De-
senvolvimento do Nordeste) através da FUNCEME e Observatoério Real da Bélgica
( “Royal Observatory of Belgium”). Apesar disso, o nimero de instancias completo
era somente 45 anuais. Um problema maior surge porque o nimero de atributos é
superior ao de exemplos e os atributos possuem periodicidades diferentes.

A grande maioria dos trabalhos anteriores combinam os atributos e transfor-
mam o numero de instancias para aumentar o conjunto de dados. Desta maneira,
duas das tarefas realizadas no decorrer da pesquisa foram a transformacao das
instancias e a combinacao delas.

Para realizar estas tarefas, foram usadas informacoes advindas dos traba-
lhos de Hastenrath e Greischar [34] e Hall [44]. No primeiro artigo citado, o
conjunto de dados usado é semelhante e também foi obtido na Funceme. Entre-
tanto, as instancias foram formadas diferentemente. As variaveis que foram usadas

encontram-se descritas na tabela 6.1.

Tabela 6.1: Atributos

Atributo Periodo | Periodicidade
1. Temperatura na superficie do mar (TSM) 1945-1989 mensal
2. Componente U do vento na superficie do mar (U) | 1945-1989 mensal
3. Componente V do vento na superficie do mar (V) | 1945-1989 mensal
4. Pressao na superficie do mar (PSM) 1945-1989 mensal
5. Precipitacao 1 (Precip) 1910-1985 didria
6. Precipitagao 2 (Precips) 1974-1989 didria
7. Indice de manchas solares (IMS) 1949-2001 mensal

As variaveis de TSM, U, V e PSM citadas na tabela 6.1 se encontravam

em uma grade 2° latitude x 2° longitude com 32 linhas e 180 colunas na seguinte
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Figura 6.1: Grade das variaveis de TSM, PSM, U e V.

resolucao espacial de 2 x 2 graus. O ponto inicial é 0,5° O e 31,5° S e o ponto final

nas coordenadas 177,5° L. e 30,5° N, demonstrados na figura 6.1.

Dos atributos contidos na tabela anterior, todos foram combinados para a

composicao das instancias e possuem as seguintes caracteristicas:

1.

Temperatura da Superficie do Mar (TSM), representado por ¢, € T, T =

"™ onde i = 1,...,4232 pontos, m = 1, ..., 12 meses e a = 1945 , ...,

1989;

Componente U do vento na Superficie do Mar (U), representado por u;"* € U,
U = u",..,u™, onde i = 1,...,4232 pontos, m = 1,...,12 meses e a =
1945, ..., 1989:

Componente V do vento na Superficie do Mar (V), representado por v;"" €

V, Vo= o o™ onde i = 1,...,4232 pontos, m = 1,...,12 meses e

ceey Ug

a = 1945, ...,1989;

Pressiao na Superficie do Mar (PSM), representado por [¢™* e L/ L =

1,1 d,m,a
ll 9 ey lZ

1945, ..., 1989;

, onde ¢ = 1,...,4232 pontos, m = 1,...,12 meses e a =

d,m,a

Precipitagdo 1 (Precip;), representado por pi € P, P, =
p}:i’lgw, ...,p‘f:::n’a, onded = 1,...,31dias,d = 1, ..., 12 meses, a = 1910, ..., 1985,

¢ é o local da medigao e P, . C Pi;

d,m,a

Precipitacio 2 (Precipy), representado por py € PP =
péji’lgm, ...,pg::}n’a, onde d =1, ...,31 dias, d = 1, ..., 12 meses,a = 1974, ..., 1989

meses, ¢ é o local da medicao e Py, C P»;

Indice de Manchas Solares (IMS), representado por s™¢ € S S =

sh1949 g™ onde m =1,...,12 meses e a = 1949, ..., 2001;
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Com os dados citados, foram feitas algumas transformacoes para possibilitar
a criacao das instancias.

Primeiro, em relacao a formacao de uma série completa de precipitacao,
preparou-se um novo conjunto P com as variaveis Precip; e Precipy, as seguintes
caracteristicas citadas na Secao 5.3.

As varidaveis de T'SM, PSM, V e U também precisavam de um pré-
processamento. Sao 4232 pontos mensais, o que comparado ao niimero de instancias
era muito alto. Entao, um estudo nestes conjuntos de dados foi feito para diminuir
o numero de atributos em relacao ao numero de instancias.

Para resolver este problema de dimensoes, foram feitos “rankings” da variacao
absoluta de todos os pontos de T'SM, PSM, U e V, separadamente, durante os 45
anos. Os “rankings” construidos tiveram 10, 20, 40 e 1270 pontos respectivamente.
Estes pontos foram plotados usando a mesma grade dos dados originais, com um
destaque apenas para os pontos do ranking. Exemplos dos graficos gerados seguem
abaixo:

Os gréficos descritos anteriormente foram comparados em relacao a formagao
de regioes homogeéneas ou agregados. Os graficos mais representativos foram aqueles
contendo 40 pontos, por ter apresentado uma maior homogeneidade entre as regioes.

As regioes encontradas nestes gréaficos foram agrupadas em 6 grupos para
cada variavel. Dentro de cada um dos 6 grupos, a correlagao entre os pontos foi
medida com o cédlculo da média, variancia, maior e menor valor. Os valores obtidos
foram satisfatérios com indicativos de homogeneidade entre os pontos.

Também, foram feitos histogramas dos 40 pontos mensais em amostras de 1
a cada 3 meses e de 1 a cada 3 anos para analisar se o comportamento (distribuicao)
dos pontos, apresentava algum padrao ou era aleatorio. Nos histogramas, um certo
comportamento padrao nas curvas foi verificado. O padrao pode ser verificado nas

figuras que se seguem.

6.3 Geracao das Classes

A classe objetivo deste trabalho é a quadra chuvosa @), que segundo definicao
da literatura, constitui-se das chuvas verificadas nos meses de fevereiro, marco, abril
e maio. O local de medigao escolhido foi ¢ = {'BoaViagem'}.

Para a construcao das classes, foram usados totais da varidvel Precip da

obtidas pela férmula 5.1.
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Usando a férmula citada obteve-se resultados com valores continuos. Porém,
a aplicagao de alguns métodos requeria a discretizacao destes valores. Estes valo-
res foram discretizados utilizando-se trés técnicas estatisticas distintas ja definidas
anteriormente, foram: amplitude, percentil e quantil. Além destes métodos, apds
testes, dois divisores com valores fixos foram usados na discretizacao. Esses valores
eram 600 e 800. No caso do método de MVS foram usados dentro de cada técnica
mencionada, a combinagao das classes de modo a formar duas classes.

Com amplitude, valores fixados e percentil, classificou-se os valores em treés
classes distintas formando o conjunto Q = {seco, normal, chuvoso}. A técnica de
quantil aplicada resultou no conjunto de classes Q' = { muitoseco, seco, normal,

chuvoso, muitochuvoso}.

6.4 Testes

Usando as instancias que foram geradas de acordo com as reducoes descritas
na Secao 13.2, os métodos de aprendizagem escolhidos foram treinados e testados.
Os conjuntos de treinamento usados foram descritos na Secao 6.1. Os tipos de testes
utilizados foram um conjunto de teste fornecido contendo % dos exemplos e validacao
cruzada. Os testes executados para cada um dos 4 tipos de construcao de classes

estao descritos na tabela 6.2.

Tabela 6.2: Estrutura dos testes realizados para cada um dos 4 tipos de construcao

de classes discretizadas

Testes

Periodo (trein.) | Qtde. instancias(trein.) | Qtde. atributos | Periodo (testes)
1945-1989 1044 28 Validacao cruzada
1945-1970 624 28 1971-1989
1945-1989 528 10 Validacao cruzada
1945-1970 312 10 1971-1989
1945-1989 528 8 Validacao cruzada
1945-1970 312 8 1971-1989

Viarios testes foram realizados com diversas combinacoes dos atributos, dife-
rentes modos de definicao de classes, diferentes técnicas de aprendizagem e modos

de teste. Como descreveu-se na Secao 5.5.
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O melhor resultado destes conjuntos de treinamento e teste foi o treinamento
feito com 10 atributos, com 528 instancias de 1945-1989, usando como teste validacao
cruzada. Este resultado esta resumido na Tabela 5.9.

E valido notar que avaliacao é a chave do processo de “Data Mining”, ja que
existem muitas maneiras de inferéncia a partir dos dados. Logo, performance no
conjunto de treinamento nao é uma medida significativa. Porém, um bom indicador
de performance pode ser encontrado usando um conjunto de dados independente
para o calculo da performance [58].

A proporcao de exemplos classificados corretamente é uma medida imparcial
e precisa da probabilidade de erro, quando o tipo de teste utilizado é a validacao
cruzada. No entanto, para avaliar o sucesso dos resultados obtidos outras medidas
sao necessarias. As outras medidas foram o erro quadratico médio, erro absoluto
médio e erro absoluto relativo (ver equagoes 5.5, 5.6 e 5.7).

Pode-se observar (ver Tabela 5.9,5.10 e 5.11), que os grupos de T'SM con-
seguem ajudar na previsao, comprovando que uma boa reducao foi feita nos dados.
Além disto, o método que conseguiu se adaptar e aprender mais foi MV possuindo

um nivel de acerto bom, prevendo bem se a classificacao da quadra for “seca”.
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Conclusao

Neste trabalho foram apresentadas solugoes nao-paramétricas para a previsao
da quadra chuvosa em Boa Viagem, uma cidade do Ceard, situada numa regiao
caracterizada por chuvas escassas. Este é um problema do mundo real, que se tenta
resolver anualmente. As solugoes propostas baseiam-se na adequacao do problema
para utilizacao de métodos computacionais ja existentes, na busca de uma melhor
previsao.

Pode-se citar algumas contribuicoes a teoria e a pratica introduzidas nesta

dissertacao:

1. Foi feita uma pesquisa geral de métodos paramétricos e nao-paramétricos apli-
cados ao problema, o que pode ser de grande interesse para o embasamento

de trabalhos futuros.

2. Foi desenvolvido algoritmos simples para visualizacao de dados em escalas de

cinza e visualizacao de grupos, o que pode ser reutilizado em trabalhos futuros.

3. Foi proposto um método de reducao de atributos meteorolégicos especificos ao

tipo de problema.

4. Finalmente, foi feita na dissertacao uma comparacao entre os métodos utiliza-

dos.

Na comparacao feita entre os métodos, para os experimentos com duas classes
combinadas Ky = {Seca U Normal, Chuvosa} e K3 = {Seca, Normal U Chuvosa},
a melhor aprendizagem foi feita pelo algoritmo MVS. Para os testes com trés classes,

os melhores foram o CART e o C4.5. A avaliacao baseou-se na andlise da percenta-

94
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gem de acerto, no erro médio quadratico, no erro relativo absoluto e no erro absoluto
médio.

Nos experimentos realizados, verificou-se que os atributos mais importantes
para as previsoes foram os grupos de TSM. Também verificou-se que o uso da ampli-
tude para discretizar o atributo-classe consistiu no melhor método para construcao
das classes.

Em sintese, os resultados das previsoes foram bons, mas notou-se uma certa
tendéncia nos mesmos. Isto pode ter sido causado pelo desbalanceamento do ntiimero
de exemplos de cada classe. Portanto, seria importante que em um possivel trabalho
futuro, comparacoes dos algoritmos fossem feitas usando conjuntos de exemplos com
pesos atribuidos as instancias de menor numero. Além desta sugestdao, também

podem constituir possiveis futuras direcoes, os seguintes tépicos:

1. Treinamento e testes com mais instancias Um dos maiores problemas encon-
trado no trabalho foi a obtencao de instancias reais do problema. Portanto, um
topico futuro possivel seria a aplicacao e validacao destes resultados, usando

uma massa de dados maior.

2. Grupos de PSM, U e V. Neste trabalho, os agrupamentos analisados se
restringiram a variavel de T'SM. Entretanto, as variaveis de PSM, U e V
possuem um potencial ainda inexplorado. Como trabalho futuro, pode-se ex-

plorar estes atributos e aproveita-los também para a reducao de variaveis.
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Apeéendice A

Algoritmo de Visualizacao

Algoritmo 8 Algoritmo Mostra Variacao.
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Algoritmo: MOSTRA VARIAGAO
Entrada: L, U,n_intervalos

inicio

// Uma matriz L m x n de dados de anomalia
// Uma matriz U m x n de dados absolutos
min ¢ 400
max < -0o
Laco para m iteracoes
Laco para n iteracoes
R[m,n] < Lim,n] + U [m,n]
se min > R[m,n] entdo
min + R[m,n]
se max < R[m,n] entdo
max + R[m,n]
fim_aco

fim_aco
« (min—mazx)

amp n_intervalos

Laco para m iteracoes
Laco para n iteragoes
D[m,n] « G[m,n]—min
amp
fim_aco
fim_aco

Plote D

fim
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